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Kapitel 1

Einleitung

1.1 Motivation und Hintergrund

Probabilistische graphische Modelle (PGM) basieren auf Abhägigkeiten verschiedener
Zufallsvariablen. In dieser Arbeit werden ungerichtete Modelle, auch bekannt als Markov
Random Fields (MRF), für diskrete Verteilungen betrachtet. Da sich durch MRFs viele
Verteilungen, wie zum Beispiel die Normal- und die Poissonverteilung [5] darstellen lassen,
ist das Anwendungsgebiet sehr weit. Einige Beispiele dafür sind Verkehrsvorhersagen [19],
Bildanalyse [16] oder Verarbeitung natürlicher Sprachen [21].

Wichtig bei der Modellierung von PGMs ist die Wahl der Struktur des Graphen und die
Schätzung der Parameter. In dieser Arbeit gehen wir von einer bekannten Struktur aus
und beschäftigen wir uns nur mit der Schätzung der Modellparameter.

Für einen Schätzer ergibt sich die Frage, wie schnell dieser gegen den wahren Parameter
konvergiert und wie viele Daten notwendig sind, um ein hinreichend gutes Ergebnis
zu erlangen. Diese mindestens notwendige Menge an Daten, die ein Schätzer braucht,
damit er mit einer minimalen Wahrscheinlichkeit von 1− δ einen Fehler von höchstens ε
hat, wird durch die Stichprobenkomplexität repräsentiert [4]. Eine nicht genau bekannte
Stichprobenkomplexität eines Schätzers kann zu ungenügenden Gütegarantien führen.

Ein möglicher Schätzer ist der Maximum-Likelihood-Schätzer (MLE). Die Berechnung
des MLE für große MRFs ist sehr rechenintensiv, jedoch gibt es einen weiteren möglichen
Schätzer, welcher sich asymptotisch gleich verhält, den Maximum-Pseudo-Likelihood-
Schätzer (MPLE). Dieser ist einfacher zu berechnen, jedoch hat laut Duijn et al. der MPLE
eine deutlich größere Varianz und damit eine niedrigere statistische Effizienz als der MLE,
daher werden mehr Daten benötigt.

Es stellt sich noch die Frage wie viele Daten benötigt werden um einen hinreichend guten
Schätzer zu erzielen. Dies wird durch die Stichprobenkomplexität repräsentiert. In [4] wird
eine Schranke für die Stichprobenkomplexität des regularisierten MLE und des MPLE für
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2 KAPITEL 1. EINLEITUNG

Conditional Random Fields (CRF) vorgestellt. In dieser Arbeit wird sich stark an dem
Beweis aus [4] orientiert, um eine Stichprobenkomplexität für MRFs herzuleiten.

1.2 Verwandte Arbeiten

Die Beweistechnik aus [4] basiert auf einem Beweis zum Lernen der Struktur von Ising-
Modellen [26]. Beide Resultate nutzen den Wert des minimalen Eigenwertes der Hessematrix
an der Stelle des wahren Parametervektors θ∗, welcher die Stichproben erzeugt hat. Es
existieren mehrere weitere Publikationen, welche sich mit der Stichprobenkomplexität
verschiedener Lernmethoden für MRFs auseinandersetzten. In [17] wird ein Algorithmus
für MRFs mit einer Verteilung über {−1, 1}n vorgestellt, deren maximale Cliquengröße
t ist. Die Stichprobenkomplexität dieses Algorithmus hängt logarithmisch von der Kno-
tenanzahl n ab, dafür aber exponentiell von t und λ, wobei λ für Ising-Modelle über
alle Knoten i ∈ {1, . . . , n} die maximale Summe der Einträge im Parametervektor θ∗ ist,
die mit dem Knoten i zusammenhängen. Weiterhin muss jeder Parameter, der nicht null
ist, eine Mindestgröße η haben. In [10] wird weiterhin ein Algorithmus analysiert, dessen
Stichprobenkomplexität auch logarithmisch in n ist, dafür aber von den minimalen und
maximalen Werten, die im wahren Parametervektor stehen abhängt. Alle diese Stichpro-
benkomplexitäten enthalten Annahmen über Parameter, die nicht bekannt sind. In dieser
Arbeit konzentrieren wir uns auf die Stichprobenkomplexität des MLE und des MPLE für
MRFs. Diese wird anhand des Beweises von Bradley und Guestrin [4] für CRFs bestimmt,
sodass auch die hier vorgestellte Stichprobenkomplexität von solchen Parametern abhängt.
In [4] wird anstelle des MPLE, der verallgemeinerte Maximum-Composite-Likelihood-
Schätzer (MCLE) [20] analysiert. Während die Pseudolikelihood die bedingten Wahr-
scheinlichkeiten der einzelnen Knoten nutzt, nutzt die Composite-Likelihood die bedingten
Wahrscheinlichkeiten von ausgewählen Knotenmengen, sogenannten Komponenten. In [23]
werden Rahmenbedingungen für die Wahl solcher Komponenten aufgestellt, sodass die
Berechnung der Parameter verteilt ablaufen kann und der resultierende Schätzer konsistent
bleibt, währen in [22] das asymptotische Verhalten des MPLE analysiert wird.

1.3 Aufbau der Arbeit

In dieser Arbeit werden als erstes in Kapitel 2 die Grundlagen der Exponentialfamilie,
des MLE und des MPLE aufgearbeitet. In Kapitel 3 wird die Stichprobenkomplexität der
beiden Schätzer bezüglich generischer MRFs auf Basis von dem Beweis von Bradley und
Guestrin bestimmt. In Kapitel 4 wird die praktische Relevanz der Ergebnisse mithilfe von
synthetischen Experimenten ermittelt und in Kapitel 5 ein Fazit gezogen.



Kapitel 2

Grundlagen

2.1 Notation

Die Notation in dieser Arbeit lehnt sich hauptsächlich an [25] und [4] an. In dieser Tabelle
ist die, in dieser Arbeit genutzte, Notation kurz beschrieben.

X ein Zufallsvektor
X der Zustandsraum des Zufallsvektors X
x eine Realisierung des Zufallsvektors X∑
x =

∑
x∈X eine Summe über alle Realisierungen des Zufallsvektors X

XAj ein Teilzufallsvektor des Zufallsvektors X über die Indexmenge Aj
XAj der Zustandsraum des Teilzufallsvektors XAj

xAj eine Realisierung des Teilzufallsvektors XAj

Pθ(x) die Wahrscheinlichkeit P(X = x), wenn der Parametervektor der Vertei-
lung θ ist.

Pθ(X|Y ) die bedingte Wahrscheinlichkeit von X gegeben Y , wenn der Parameter-
vektor der Verteilung θ ist.

EPθ(X|Y )[X] Der Erwartungswert von X gegeben Y , wenn der Parametervektor der
Verteilung θ ist.

Weitere Notation wird im Verlauf der Arbeit vorgestellt.

2.2 Exponentialfamilie

2.2.1 Markov Random Fields

Markov Random Fields sind ungerichtete probabilistische graphische Modelle. Sie be-
schreiben die Abhängigkeiten von Zufallsvariablen innerhalb eines Zufallsvektors X mit
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4 KAPITEL 2. GRUNDLAGEN

Hilfe eines Graphen G = (V,E). Die Knoten des Graphen repräsentieren die einzelnen
Zufallsvariablen im Zufallsvektor. Wir definieren, für A,B,C ⊂ V , gilt

A |= GB | C

genau dann wenn die Knotenmenge C die Knotenmengen A und B trennt. Dies ist der
Fall, wenn auf jedem Weg zwischen einem Knoten aus A und einem Knoten B ein Knoten
aus C liegt [1]. Seien weiterhin die Bezeichnungen für die Zufallsvariablen und Knoten
gleich. Wenn der Graph ein MRF ist, dann gilt

A |= GB | C impliziert P(A|B,C) = P(A|C) .

Beispiel

1

2

3

4

5

67

Abbildung 2.1: Beispielgraph

Sei der oben abgebildete Graph ein Beispiel-MRF, dann lässt sich erkennen, dass der Knoten
{1} die Knoten {4, 7, 5} und {2, 3, 6} von einander trennt, somit gilt P({4, 7, 5}|{2, 3, 6, 1}) =
P({4, 7, 5}|{1}).

Wahrscheinlichkeitsverteilung von diskreten MRFs Für die Wahrscheinlichkeits-
verteilung des MRF wird der Graph in eine Menge von Cliquen C eingeteilt, und die
Wahrscheinlichkeitsfunktion wird über die Potentialfunktionen ψC dieser Cliquen gebildet:

P(x) = 1
Z
ψ(x) = 1

Z

∏
C∈C

ψC(xC) (2.1)

Wobei Z die Normalisierungskonstante Z =
∑
x P(x) ist [28]. Solche Wahrscheinlichkeits-

verteilung lassen sich als Exponentialfamilie darstellen [25].

2.2.1 Definition (Exponentialfamilie [28]). Sei X ein n-dimensionaler Zufallsvektor
und sei x ∈ X und θ ∈ Rd ein Parametervektor. X gehört genau dann zu einer Exponenti-
alfamilie wenn sich ihre Dichtefunktion schreiben lässt als

P(x) = exp(〈θ, φ(x)〉 −A(θ)) . (2.2)

Die suffiziente Statistik φ(x) wird durch die graphische Struktur G = (V,E) des MRFs
bestimmt.
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2.2.2 Definition (Suffiziente Statistik [25]). Eine Funktion φ : X → Rd wird für
einen Zufallsvektor X mit x ∈ X suffizient genannt, wenn P(θ | x, φ(x)) = P(θ | φ(x))
gilt.

Die log-Partitionsfunktion A(θ) = log(Z(θ)) = log (
∑
x exp (〈φ(x),θ〉)) sorgt für die

Normierung der Wahrscheinlichkeitsverteilung des Modells.

2.2.2 Herleitung der Exponentialfamilie

Ein zentraler Begriff in der Informationstheorie ist die Entropie einer Verteilung. Um die
Entropie einer Verteilung zu verstehen, muss zuerst der Informationsgehalt eines einzelnen
Ereignisses betrachtet werden. Die Frage, die sich dabei stellt, ist der Zusammenhang
zwischen dem Informationsgehalt und der Wahrscheinlichkeit eines Ereignisses, denn umso
wahrscheinlicher ein Ereignis ist, umso weniger informativ ist sein Eintreffen [1]. Dies
bedeutet, dass jeder Wahrscheinlichkeit ein Informationswert zugeordnet werden kann.
Dafür wird die Funktion Inf definiert.

Inf(x) = − log(P(x)) (2.3)

Zu bemerken ist hier, dass

Inf(x) = − log(P(x)) = − log(1) = 0

und
Inf(x) = − log(P(x)) = − log(0) =∞

gilt. Intuitiv formuliert ist ein unmögliches Ereignis unmessbar informativ und ein Ereignis,
dessen eintreffen mit Sicherheit bekannt ist, enthält keine neue Information.
Auf Basis des Informationsgehalts, kann die Entropie H einer Verteilung als der Erwar-
tungswert des Informationsgehaltes eines Ereignisses mit dieser Verteilung definiert werden.

2.2.3 Definition (Entropie). Sei P eine Wahrscheinlichkeitsverteilung und X eine n-
dimensionale Zufallsvariable mit dieser Verteilung, dann ist die Entropie von P definiert
als

H(P) = E(Inf(X)) =
∑
x∈X

P(x) Inf(x) =
∑
x∈X
−P(x) log(P(x)) (2.4)

Ohne weitere Bedingungen hätte die Gleichverteilung maximale Entropie, jedoch wäre
es wünschenswert, weitere Bedingungen an die Verteilung zu stellen. Angenommen, es
existieren schon Beobachtungen der Verteilung und wir wollen, diese Beobachtungen
einbinden, aber die Entropie -und somit die Unsicherheit der Verteilung- maximal halten.
Um diese Bedingungen in das Problem einzubinden benutzen wir den Erwartungswert einer
Funktion φ mit φ : X → Rd, und als Bedingung fügen wir EP[φ(X)] = a ein. Dabei ist a der
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empirische Erwartungswert von φ(X). Bei dieser Problemstellung handelt es sich um ein
Optimierungsproblem mit Nebenbedingung. Wir definieren das Problem folgendermaßen:

max
P

H(P)

u.d.B. ∀i ∈ {1, . . . , d}E[φ(X)]i = ai∑
x∈X

P(x) = 1

∀x ∈ X P(x) ≥ 0

Dabei steht i ∈ (1, . . . , d) für jede Dimension von φ. Dieses Problem lässt sich über
Lagrange-Multiplikatoren[3] lösen.

2.2.4 Definition (Lagrange-Multiplikator). Für jede Zielfunktion f über x mit den
Nebenbedingungen gi(x) = 0 existieren Lagrange-Multiplikatoren θi, so dass die Extrem-
stellen von

L(x,θ) = f(x) +
∑
i

θigi(x) (2.5)

die gleichen sind, wie die von f unter den Nebenbedingungen.

Dies nutzen wir um für unser Problem folgende Funktion mithilfe von Lagrange-Multiplikatoren
zu definieren:

L(P,θ, A) =
∑
x∈X
−P(x) log(P(x)) +

d∑
i=1
θi(E[φ(X)]i − ai) +A

(∑
x∈X

P(x)− 1
)

Um die Extrema dieser Funktion zu finden, müssen wir zuerst ihren Gradienten bestimmen
und ihn gleich null setzen. Der Gradient ∂

∂ PL(P,θ, A) ist ein Vektor, in dem ein Eintag für
jedes x ∈ X existiert mit der Ableitungen nach P(x):

∂

∂ P(x)L(P,θ, A) = − log(P(x))− 1 +
d∑
i=1
θi(φ(x)i) +A

Als nächstes setzen wir diese Einträge auf null:

0 = − log (P(x))− 1 +
d∑
i=1
θiφ(x)i +A

⇔ P(x) = exp(〈θ, φ(x)〉 − 1 +A) (2.6)

Jetzt müssen wir prüfen, ob es sich hier tatsächlich um ein lokales Maximum handelt, wofür
wir nun die zweite Ableitung berechnen:

∂

∂ P(x)2L(P,θ, A) = − 1
P(x)
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Da exp(〈θ, φ(x)〉 − 1 +A) immer positiv ist, ist −1/ exp(〈θ, φ(x)〉 − 1 +A) negativ und es
handelt sich tatsächlich um ein lokales Maximum. Es ist sogar ein globales Maximum, da
die Funktion stetig ist, und dies das einzige Extremum ist.
Wenn wir für (2.6) noch die Bedingung

∑
x∈X P(x) = 1 beachten, dann lässt sich erkennen,

dass
− 1 +A = log

(∑
x∈X

exp(〈θ, φ(x)〉)
)

(2.7)

gelten muss, damit die Wahrscheinlichkeitsfunktion normiert ist. Dabei handelt es sich um
den Logarithmus der Partitionsfunktion der Exponentialfamilie A(θ) [25]. Insgesamt hat
dann P(x) die Form:

P(x) = exp(〈θ, φ(x)〉 −A(θ)). (2.8)

Somit folgt also aus der maximalen Entropie mit der Nebenbedingung E[φ(X)] = a die
Exponentialfamilie [25].

2.2.3 Eigenschaften der Exponentialfamilie

Es gibt mehrere suffiziente Statistiken φ, die für eine Verteilung aus der Exponentialfamilie
gewählt werden können.

2.2.5 Definition (Minimale suffiziente Statistik). Eine Darstellung von φ : X → Rd

heißt minimal, wenn kein Vektor a ∈ Rd \{0} existiert, sodass 〈φ(X),a〉 = b gilt, wobei b
eine Konstante ist. Eine Darstellung von φ heißt overcomplete (Übervollständig), wenn sie
nicht minimal ist [28].

Die overcomplete Darstellung wird häufiger angewendet, da sie eine intuitive Vorstellung
ermöglicht.

2.2.6 Lemma. Jeder nicht leere Teilvektor einer minimalen Statistik φ ist auch mini-
mal, auch wenn die dadurch Implizierte Verteilung eine andere ist. Als Teilvektor von φ
bezeichnen wir einen Vektor φteil, welcher eine Subsequenz von φ ist.

2.2.7 Beweis. Angenommen φ ist minimal und φteil ist ein c-dimensionaler Teilvektor
von φ, welcher nicht minimal ist, dann existiert ein Vektor t ∈ Rc, so dass 〈φteil(X), t〉 = b

gilt. Erstellen wir nun die Funktion f : N→ N, welche den Index eines Elements im Vektor
φ auf den dazugehörigen Index im Vektor φteil abbildet, wenn es so eine Abbildung gibt
und auf null sonst. Somit könnten wir folgenden Vektor a bilden:

ai =

0 wenn f(i) = 0

tf(i) sonst
.

Dies würde bedeuten, dass 〈φ(X),a〉 = 〈φteil(X), t〉 = b gelten würde und φ nicht minimal
wäre, was ein Widerspruch zu der Ausgangsbedingung ist. Daraus folgt Lemma 2.2.6.
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2.3 Maximum Likelihood

Der erste Schätzer mit dem wir uns befassen werden ist der Maximum-Likelihood-Schätzer
(MLE), welcher die Likelihood-Funktion maximiert.

2.3.1 Definition (ML-Schätzer). Sei D = (x1, ...,xN ) ein Datensatz mit den beobach-
teten Werten des Zufallsvektors X. Sei weiterhin die Wahrscheinlichkeitsfunktion Pθ von
X vom Parametervektor θ abhängig, dann ist die empirische Likelihood-Funktion definiert
als

L(θ) =
N∏
i=1

Pθ(xi) . (2.9)

Und somit ist der ML-Schätzer definiert als

θ̂ML = argmax
θ

L(θ) . (2.10)

Im maschinellen Lernen wird generell Loss-Funktion ` verwendet, um zu bestimmen, wie
genau ein Modell die Verteilung von einer gegebenen Menge an Daten beschreibt. Der
Wert der Loss-Funktion muss entweder als eine „Belohnung“ oder als eine „Bestrafung“
interpretiert werden. Bei einer Belohnung soll die Loss-Funktion maximiert und bei einer
Bestrafung minimiert werden. Die Likelihood-Funktion selbst ist eine mögliche Loss-
Funktion. Da Loss-Funktionen jedoch üblicherweise minimiert werden, nutzen wir hier die
negative empirische Log-Likelihood. Dies können wir tun, weil die Logarithmus-Funktion
monoton ist, und damit argmaxθ L(θ) = argmaxθ log(L(θ)) = argminθ (− log(L(θ))) gilt.
Weiterhin gilt argminθ (− log(L(θ))) = argminθ

(
− 1
N log(L(θ))

)
. Damit definieren wir

nun die von uns im weiteren Laufe der Arbeit als empirische Log-Likelihood bezeichnete
Funktion.

2.3.2 Definition (Empirische Log-Likelihood). Sei L(θ) die Likelihood-Funktion, wie
sie in (2.9) definiert ist, dann ist die empirische Loss-Funktion definiert als

ˆ̀
L(θ) = − 1

N
log(L(θ)) = 1

N

N∑
i=1
− log(Pθ(xi)) . (2.11)

Durch diese neue Definition können wir die wahre Log-Likelihood-Funktion definieren,
gegen die die empirische Log-Likelihood konvergiert [26].

2.3.3 Definition (Log-Likelihood). Sei θ∗ der Parametervektor der wahren Verteilung,
Pθ(x) die Wahrscheinlichkeit von X = x und Eθ[X] der Erwartungswert von der Zufalls-
variable X, wenn der Parameter der Verteilung θ ist. Dann ist die wahre Log-Likelihood
für den MLE definiert als

`L(θ) = Eθ∗ [− log(Pθ(X))] . (2.12)
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Hierbei ist es wichtig anzumerken, dass argmaxθ `L(θ) der wahre Parameter θ∗ ist. Dies gilt
weil der MLE für N →∞ gegen θ∗ konvergiert und somit konsistent ist [9]. Da ˆ̀

L(θ) bei
einer steigenden Anzahl an Beobachtungen N gegen `L(θ) konvergiert, gilt die Behauptung.
Der MLE weist sehr hohe asymptotische Effizienz auf, da er unter allen Schätzern für
N →∞ die kleinstmögliche Varianz hat [22]. Jedoch ist allein die Berechnung der Partiti-
onsfunktion Z(θ) =

∑
x∈X exp(〈θ, φ(x)〉), welche für die Berechnung des MLE nötig wär,

allgemein #P-schwer [6].

2.3.4 Definition (Komplexitätsklasse #P [29]). Die Komplexitätsklasse #P enthält
alle Zählprobleme, für deren dazugehörige Entscheidungsprobleme ein polynomiell nichtde-
terministischer Algorithmus existiert.

Eine weitere wichtige Eigenschaft der wahren, sowie der empirischen Log-Likelihood des
MLE ist, dass diese für Exponentialfamilien in minimaler Darstellung streng konvex ist.
Damit ist die Hessematrix der Funktion positiv definit und ihr minimaler Eigenwert größer
null.

2.3.5 Beweis (Strenge Konvexität der Log-Likelihood). Eine multivariate Funkti-
on ist streng konvex, wenn ihre Hessematrix positiv definit ist. Eine Matrix A ∈ Rd×d ist
positiv semidefinit, wenn für alle v ∈ Rd mit v 6= 0 die Bedingung

vTAv ≥ 0 (2.13)

gilt, und positiv definit wenn
vTAv > 0 (2.14)

gilt. Die Hessematrix der Log-Likelihood ist die Kovarianzmatrix von φ(X).

2.3.6 Definition (Kovarianzmatrix[24]). Die Kovarianzmatrix eines n-dimensionalen
Zufallsvektors X ist definiert als

Cov(X) =


Cov(X1,X1) · · · Cov(X1,Xn)

. . . ... . . .
Cov(Xn,X1) · · · Cov(Xn,Xn)

 (2.15)

Es muss also gezeigt werden, dass die Kovarianzmatrix positiv definit ist, wenn φ(X)
minimal ist:

vT Cov(φ(X))v =
d∑
i=1

d∑
j=1
vivj Cov(φ(X)i, φ(X)j)

Aufgrung von der bilinearität des Kovarianzoperators gilt [12]:

=
d∑
i=1

d∑
j=1

Cov(φ(X)ivi, φ(X)jvj)

= Var
(

d∑
i=1

φ(X)ivi

)
≥ 0
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Die Varianz einer Zufallsvariable ist nur null, wenn diese Zufallsvariable eine Konstante ist.
Da φ jedoch minimal ist kann es keinen Vektor v geben, so dass 〈φ(X),v〉 =

∑d
i=1 φ(X)ivi

eine Konstante ist.

2.4 Maximum Pseudo Likelihood

Obwohl die statistische Effizienz des MLEs hoch ist, gibt es, wie bereits erwähnt, für die
Berechnung des MLE für MRFs im Allgemeinen keinen effizienten Algorithmus. Aus diesem
Grund wurde die Pseudo-Likelihood von Besag [2] entwickelt.

2.4.1 Definition (MPL-Schätzer [2]). Sei D = (x1, ...,xN ) ein Datensatz mit den
beobachteten Werten des n-dimensionalen Zufallsvektors X mit der vom Parametervektor
θ abhängenden Verteilung Pθ. Seien die Zufallvariablen X1, . . . ,Xn des Zufallsvektors X
durch ein MRF mit dem Graphen G = (V,E) representiert. Sei nun N (v) für v ∈ V die
Nachbarschaft des Knotens v in G, dann ist die empirische Pseudo-Likelihood definiert als

LPL(θ)x =
N∏
i=1

n∏
j=1

Pθ
(
xij | xiN (j)

)
. (2.16)

Wobei hier xij die Realisierung von xj in der i-ten Beobachtung ist. Somit ist der MPL-
Schätzer definiert als

θ̂PL = argmax
θ

LPL(θ) . (2.17)

Die Pseudo-Likelihood wurde 1988 von Lindsay [20] durch die Composite-Likelihood
verallgemeinert.

2.4.2 Definition (MCLE). Sei D = (x1, ...,xN ) ein Datensatz mit den beobachteten
Werten des Zufallsvektors X und der vom Parametervektor θ abhängenden Verteilung Pθ.
Seien weiterhin die Zufallvariablen X1, . . . ,Xn des Zufallsvektors X durch ein MRF mit
dem Graphen G = (V,E) repräsentiert. X wird in m Teilkomponenten XA1 , . . . ,XAm

aufgeteilt. Hierbei ist Aj ∈ {A1, . . . , Am} die Indexmenge einer der m Komponenten. Sei
ferner die Nachbarschaft einer Menge N (A) =

⋃
v∈AN(v) \ A, dann ist die empirische

Composite-Likelihood definiert als

LCL(θ) =
N∏
i=1

m∏
j=1

P(xiAj
| xN (Aj)) , (2.18)

wobei hier xiAj
die Realisierung von xAj in der i-ten Beobachtung ist. Somit ist der MCLE

definiert als

θ̂CL = argmax
θ

LCL(θ) . (2.19)
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In der Literatur kann die Composite-Likelihood über die bedingten Wahrscheinlichkeiten,
aber auch über die Randwahrscheinlichkeiten der Komponente definiert werden [20], wie in
der Definition erkennbar ist, nutzen wir hier die bedingten Wahrscheinlichkeiten.
Wenn ∀j ∈ {1, . . . ,m} xAj = xj und m = n gilt, daher jede Zufallsvariable eine eigene
Komponente ist, dann handelt es sich beim MCLE um den MPLE und wenn xA1 = x und
m = 1 gilt, wodurch es nur eine Komponente mit allen Zufallsvariablen gibt, dann handelt
es sich um den MLE.
Da die Pseudo-Likelihood nur ein Spezialfall der Composite-Likelihood ist, betrachten wir
hier die empirische Log-Composite-Likelihood:

`CL(θ) = − 1
N

log
N∏
i=1

m∏
j=1

P(xiAj
| xiN (Aj))

Da es sich hier um ein MRF handelt, gilt P(xAj |xN (Aj)) = P(xAj |x\Aj
) und somit können

wir N (Aj) mit \Aj von hier aus ersetzen.

= − 1
N

N∑
i=1

m∑
j=1

logP(xiAj
| xi\Aj

)

= − 1
N

N∑
i=1

m∑
j=1

log
P(xiAj

,xi\Aj
)

P(xi\Aj
)

= − 1
N

N∑
i=1

m∑
j=1

log
P(xiAj

,xi\Aj
)∑

x′
Ai

P(x′Ai
,xi\Aj

)

= − 1
N

N∑
i=1

m∑
j=1

log exp(〈θ, φ(xi)〉 −A(θ))∑
x′

Aj

exp(〈θ, φ(x′Aj
,xi\Aj

)〉 −A(θ))

= − 1
N

N∑
i=1

m∑
j=1

log exp(〈θ, φ(xi)〉) exp(−A(θ))∑
x′

Aj

exp(〈θ, φ(x′Aj
,xi\Aj

)〉) exp(−A(θ))

= 1
N

N∑
i=1

m∑
j=1
− log exp(〈θ, φ(xi)〉)∑

x′
Aj

exp(〈θ, φ(x′Aj
,xi\Aj

)〉)
(2.20)

Wir können uns überlegen, dass 〈θ, φ(xi)〉 und 〈θ, φ(x′Aj
,xi\Aj

)〉 gemeinsame Summanden
haben, nämlich die Einträge von φ(x′Aj

,xi\Aj
), die nur von xi\Aj

abhängen. Dafür definieren
wir die Indexmenge Bj .

2.4.3 Definition. Sei Aj mit j ∈ {1, . . . ,m} eine Indexmenge von Zufallsvariablen aus
dem Zufallsvektor X, dann ist Bj definiert als die Indexmenge der Einträge in φ(X), die
von XAj abhängen.

Diese Summanden können wir im Nenner und im Zähler auf die gleiche Weise wie A(θ)
kürzen.

`CL(θ) = 1
N

N∑
i=1

m∑
j=1
− log

exp(〈θBj , φBj (xi)〉)∑
x′

Aj

exp(〈θBj
, φBj

(x′Aj
,xi\Aj

)〉)

= 1
N

N∑
i=1

m∑
j=1

(
− 〈θBj , φBj (xi)〉+ log

(∑
x′

Aj

exp(〈θBj , φAj (x′Aj
,xi\Aj

)〉)

︸ ︷︷ ︸
ZAj

(θ,xi)

))
(2.21)



12 KAPITEL 2. GRUNDLAGEN

Der Vektor φBj ist eine Abbildung des Vektors φ bezüglich der Indexmenge Bj 2.4.3. Es
gibt zwei Möglichkeiten, φBj (X) darzustellen. Die erste Möglichkeit wäre, wenn φBj (X)
die gleiche Dimension hat wie φ(X) und

φBj (X)i =

φ(X)i wenn i ∈ Bj
0 sonst

.

für alle i ∈ {1, . . . , d} gilt. Und die zweite Möglichkeit ist, wenn φBj nur auf die Indizes in
Bj reduziert wird und deswegen eine kleinere Dimension als φ hat, diese Interpretation
bezeichnen wir als „reduziert“.

2.4.4 Definition (Reduzierter Vektor). Ein Vektor vBj wird bezüglich einer Index-
menge Bj als reduziert bezeichnet, wenn vBj eine Subsequenz des Vektors v ist, und die
Einträge von v, deren Indizes sich in der Indexmenge Bj befinden, enthält.

In dieser Arbeit gehen wir von nicht reduzierten Vektoren φBj (X) und θBj aus, außer es
wird explizit erwähnt, dass es sich um die reduzierte Version der Vektoren handelt.

Beispiel Sei X ein 3-dimensionaler Zufallsvektor mit einer Verteilung aus der
Exponentialfamilie und sei die Funktion φ : X → Rd wie unten links dargestellt,
dann wäre für die Menge A1 = {1} die Funktion φB1 : X → Rd in der Mitte und die
reduzierte Funktion φB1 rechts dargestellt.

φ(x) =



x1

x2

x3

x1x2

x2x3


φA(x) =



x1

0
0

x1x2

0


φA(x) =

 x1

x1x2



Wie wir sehen können, ist für Aj = {1} die Indexmenge Bj = {1, 4}, da nur die
Einträge 1 und 4 von x1 abhängen.

Insgesamt erhalten wir als Definition für die empirische Log-Composite-Likelihood:

2.4.5 Definition (Empirische Log-Composite-Likelihood). SeiD = (x1, ...,xN ) ein
Datensatz mit beobachteten Werten des n-dimensionalen Zufallsvektors X. Sei X in m
Teilkomponenten XA1 , . . . ,XAm aufgeteilt. Hierbei ist Aj ∈ {A1, . . . , Am} die Menge
der Indizes einer der m Komponenten. Sei ferner ∀j ∈ {1, . . . ,m} die Indexmenge Bj so
definiert wie in 2.4.3, dann ist die empirische Log-Composite-Likelihood definiert als

ˆ̀
CL(θ) = 1

N

N∑
i=1

m∑
j=1

−〈θBj , φBj (xi)〉+ log

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)


 . (2.22)
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Nun können wir, mit der gleichen Begründung wie beim MLE, die wahre Log-Composite-
Likelihood-Funktion definieren.

2.4.6 Definition (Log-Composite-Likelihood). Sei θ∗ der Parametervektor der wah-
ren Verteilung, Pθ∗(x) die Wahrscheinlichkeit von X = x und Eθ[X] der Erwartungswert
von des n-dimensionalen Zufallsvektors X ist, wenn der Parameter der Verteilung θ ist.
Sei X in m Teilkomponenten XA1 , . . . ,XAm aufgeteilt. Hierbei ist Aj ∈ {A1, . . . , Am} die
Menge der Indizes einer der m Komponenten. Sei ferner ∀j ∈ {1, . . . ,m} die Indexmenge
Bj so definiert wie in 2.4.3. Dann ist die wahre Log-Composite-Likelihood für den MCLE
definiert als

`CL(θ) = Eθ∗

 m∑
j=1

−〈θBj , φBj (X)〉+ log

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,X\Aj

)〉)



 (2.23)

Der MPLE konvergiert bei steigender Stichprobengröße gegen den MLE und ist somit auch
ein konsistenter Schätzer. Damit gilt argmaxθ `PL(θ) = θ∗ [2]. Zur besseren Lesbarkeit,
werden im Verlauf der Arbeit einige Abkürzungen verwendet. Links in der Tabelle ist die
ausgeschriebene Notation und rechts die abgekürzte.

Formel Abkürzung
φBj (XAj ,X\Aj

) φ(XAj ) oder φj

φBj (XAj ,x
i
\Aj

) φi(XAj ) oder φj,i

φBj (x′Aj
,xi\Aj

) φi(x′Aj
)

φ(X) φ

Für den MPLE muss, im Gegensatz zum MLE, nicht die ganze Partitionsfunktion berechnet
werden, da sie in (2.21) gekürzt wird. Dadurch wird die Berechnung im Bezug auf den
Zustandsraum einfacher, da die Partitionsfunktion der bedingten Wahrscheinlichkeiten
ZAj (θ,xi) in (2.21) nur eine Summe über den Zustandsraum von XAj ist und nicht über
den gesamten Zustandsraum von X. Da XAj im Falle des MPLE eine deutlich kleinere
Dimension hat, ist die Berechnung des MPLE bezüglich des Zustandsraums einfacher. Im
Bezug auf die Stichprobengröße wird sie jedoch schwieriger, da die bedingten Wahrschein-
lichkeiten nicht nur vom Parameter, sondern auch von der Beobachtung abhängen und
deswegen für jede Stichprobe neu berechnet werden müssen.

Es ist an der Definition der Log-Composite-Likelihood erkennbar, dass diese aus Likelihoods
verschiedener bedingter Exponentialverteilungen besteht, welche von den Teilkomponenten
XAj abhängen.
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2.4.7 Definition (Likelihood-Komponente der Composite-Likelihood). Wir bezeich-
nen folgende Funktion als die Likelihood-Komponente von `CL(θ) im Bezug auf die Teil-
komponente der Zufallsvariable Aj mit j ∈ {1, . . . ,m}:

`CL(θ)Aj = Eθ∗

−〈θBj , φBj (X)〉+ log

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,X\Aj

)〉)


 , (2.24)

Dafür bezeichnen wir die empirischen Likelihood-Komponente in Bezug auf die Teilkompo-
nente Aj als

ˆ̀
CL(θ)Aj = 1

N

N∑
i=1

−〈θBj , φBj (xi)〉+ log

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)


 . (2.25)

2.4.8 Definition (Reduzierte Likelihood-Komponente). Wir bezeichnen eine empi-
rische und wahre Likelihood-Komponente als reduziert, wenn φBj (X) reduziert ist.

Wenn φ minimal ist, dann ist φBj in reduzierter Form für beliebiges j ∈ {1, . . . ,m} auch
minimal, da φBj ein Teilvektor von φ ist 2.2.7. Daraus können wir den Schluss ziehen, dass
eine reduzierte wahre Likelihood-Komponente streng konvex ist.

2.4.9 Beweis. Eine multivariate Funktion ist streng konvex, wenn ihre Hessematrix
positiv definit ist. Die Hessematrix einer reduzierten Likelihood-Komponente `CL(θ∗)Aj

sieht folgendermaßen aus:

EPθ∗ (XAj
)
[
CovP(XAj

|\XAj
)(φBj (X))

]
. (2.26)

Dies ist an den Ableitungen der Log-Composite-Likelihood (3.48) erkennbar. Damit die
Hessematrix der reduzierte Likelihood-Komponente von Aj nicht positiv definit ist, muss
ein Vektor v ∈ RdAj existieren, wobei dAj die Dimension der reduzierten Funktion φBj ist,
sodass vT∇2`CL(θ)Ajv = 0, und damit

EPθ∗ (XAj
)
[
vT CovP(XAj

|X\Aj
)(φBj (X))v

]
= 0

gilt. Damit diese Gleichung null ist, muss, wie in Beweis 2.3.5 erkennbar ist,

∃v ∈ RdAj : ∀x\Aj
∈ XAj : VarP(XAj

|x\Aj
)(〈v, φBj (XAj ,x\Aj

)〉) = 0 (2.27)

gelten. Da φBj in reduzierter Form jedoch minimal ist, kann dies nicht für alle xAj der
Fall sein. Somit ist eine wahre reduzierte Log-Composite-Likelihood-Komponente positiv
definit.
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2.5 Regularisierung

Regularisierung ist eine Methode, bei der zusätzliche Bedingungen zu der Loss-Funktion
addiert werden, um weitere Informationen oder Ziele hinzuzufügen. Bei der L1- und der
L2-Regularisierung handelt es sich um Methoden, welche Parametervektoren mit möglichst
kleinen Parametern bevorzugen, um einfachere Modelle zu erzielen und Overfitting, eine zu
starke Anpassung an die Daten, zu verhindern [13].
L1-Regularisierung nutzt die 1-Norm und L2-Regularisierung die quadrierte 2-Norm des
Parametervektors.

2.5.1 Definition ( p -Norm). Sei z ∈ Rd, dann ist die p -Norm von z definiert als

‖z‖p =
(

d∑
i=1
|zi|p

) 1
p

. (2.28)

Sei nun `(θ) eine beliebige zu minimierende Loss-Funktion, dann wäre

`(θ) + λ‖θ‖pp , (2.29)

für p = 1 eine L1-regularisierte, und für p = 2, eine L2-regularisierte, Loss-Funktion.
Hierbei ist λ der Regularisierungsparameter. Umso größer λ ist, umso mehr werden große
Parameter „bestraft“, da die Zielfunktion bei komplizierten Parametervektoren größer
wird.

2.6 Stichprobenkomplexität und PAC-Schranke

PAC-Learning seht für Probably Approximatly Correct Learning. Dabei geht es darum, eine
Schranke ε für den Fehler im Lernen, mit einer Wahrscheinlichkeit von 1− δ zu finden. Für
eine PAC-Schranke soll der Algorithmus polynomielle Laufzeit bezüglich des Zustansraumes
haben, dies ist für den MLE nicht der Fall, wir werden die von uns berechnete Schranke
jedoch trotzdem, wie in [4] als PAC-Schranke bezeichnen. Die Anzahl an Stichproben, die
benötigt werden, um einen beliebigen Fehler mit beliebiger Wahrscheinlichkeit zu erreichen,
wird als Stichprobenkomplexität bezeichnet. In der Literatur werden diese Begriff oft im
Zusammenhang mit Klassifikationsverfahren in Verbindung gesetzt [11], hier nutzen wir
sie für Parameterschätzung. Die Fehlerschranke kann beliebig gemessen werden, für einen
Parametervektor kann es zum Beispiel der Abstand zwischen dem wahren Parameter θ∗

und dem geschätzten Parameter θ̂ sein. In unserem Fall ist dieser Abstand die 1-Norm,
von θ̂ − θ∗.
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Kapitel 3

Stichprobenkomplexität von MLE
und MPLE

In diesem Kapitel werden zuerst die PAC-Schranken für den MLE und den MPLE bestimmt
und beweisen. Zu jedem Zwischenschritt der Beweise gibt es eine zusammenfassende
Anmerkung, in der auf die Schwierigkeiten und besondere Erkenntnisse bezüglich dieses
Schrittes eingegangen wird. Beide Beweise haben am Ende einen Diskussionsabschnitt in
dem ein Überblick über den gesamten Beweis geschaffen wird. Der letzte Abschnitt dieses
Kapitels diskutiert Gemeinsamkeiten und Unterschiede der beiden Beweise, sowie weitere
Erkenntnisse.

3.1 MLE

In diesem Abschnitt werden wir die Beweisstrategie von Bradley und Guestrin für die Stich-
probenkomplexität von CRFs auf MRFs anwenden, um das folgende Ergebnis herzuleiten:

3.1.1 Theorem (PAC-Schranke des MLE). Seien 0 < λ < (1 − l) C2
min

4d2φ3
max

N−γ mit
l ∈ (0, 1), γ ∈ (0, 1/2) und Cmin der minimale Eigenwert von ∇2`L(θ∗) mit 0 < Cmin.
Dann gilt für θ̂ = argminθ ˆ̀

L(θ) + λ‖θ‖p, mit einer Wahrscheinlichkeit von mindestens

1− 2d exp
(
− C4

min

29d4φ8
max

l2N1−2γ
)

(3.1)

die Schranke:
‖θ̂ − θ∗‖1 ≤

Cmin
4dφ3

max

(
−
√

(−N−γ + 1) + 1
)

(3.2)

Im Vergleich dazu sieht die Schranke von Bradley und Guestrin [4] für CRFs folgendermaßen
aus:

‖θ̂ − θ∗‖1 ≤
Cmin

4dφmax
N−γ (3.3)

17
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mit einer Wahrscheinlichkeit von mindestens

1− 2d(d+ 1) exp
(
− C4

min

213d4φ8
max

N1−2γ
)
, (3.4)

wenn λ =
(
(C2

min)/(26d2φ3
max)

)
N−γ gewählt wird.

Für l = 1
2 sind die Bedingungen sehr ähnlich, unsere Schranke ist jedoch mit dem Fak-

tor (−
√

(−N−γ + 1) + 1) kleiner als die von Bradley und Guestrin mit N−γ . Dies liegt
hauptsächlich an der kleineren Wahl von λ.

0 2000 4000 6000 8000 10000
Stichprobengröße N

0.2

0.4

0.6

0.8

1.0

l1
 E

rro
r

Diese Schranke
Bradley

Abbildung 3.1: Vergleich zwischen N−γ (Bradley) und
(
−
√

(−N−γ + 1) + 1
)
(unsere Schranke)

für γ = 0.25

Ein weiterer Unterschied ist der Parameter l. Je kleiner l gewählt wird, desto größer kann
λ gewählt, und umso kleiner ist die Wahrscheinlichkeit der Schranke.
Die Stichprobenkomplexität wird durch eine passende Wahl für γ für die Wahrschein-
lichkeit und eine spätere Umstellung der Fehler-Schranke nach N berechnet. Um die
Stichprobenkomplexität zu berechnen, ist diese Schranke ungeeignet, da sich die Umstel-
lung nach N als schwierig herausstellt. Deswegen benutzen wir für die Berechnung der
Stichprobenkomplexität den Faktor N−γ .

3.1.2 Theorem (Stichprobenkomplexität des MLE). Seien die Voraussetzungen aus
der PAC-Schranke gegeben. Dann gilt ‖θ∗ − θ̂‖1 ≤ ε für θ̂ = argminθ ˆ̀

L(θ) + λ‖θ‖p, mit
einer Wahrscheinlichkeit von 1− δ bei einer Stichprobengröße von

N ≥ 25d2φ2
max

C2
minl

2ε2
log

(2d
δ

)
. (3.5)

3.1.1 Beweis

Betrachten wir zuerst die regularisierte Log-Likelihood-Funktion, für die das Theorem 3.1.2
gilt:

fL(θ) = ˆ̀
L(θ) + λ‖θ‖p , (3.6)
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Hierbei handelt es sich bei p = 1 um die normale L1-Regularisierung. Bei p = 2 gilt
‖θ‖2 6= ‖θ‖22, weswegen es sich hier nicht um die L2-Regulariesierung handelt.
Der zentrale Punkt des Beweises ist die hier definierte Funktion G.

3.1.3 Definition. Sei ˆ̀
L(θ) die empirische Log-Likelihood-Funktion wie in (2.11) beschrie-

ben, θ∗ der wahre Parameter der Verteilung und u ∈ Rd \{0}, dann sei die Funktion G(u)
definiert als

G(u) = ˆ̀
L(θ∗ + u)− ˆ̀

L(θ∗) + λ(‖θ∗ + u‖p − ‖θ∗‖p) (3.7)

= fL(u+ θ∗)− fL(θ∗)

Die empirische Log-Likelihood-Funktion ˆ̀
L(θ) ist für Exponentialfamilien konvex 2.3.5

und λ‖θ∗ + u‖p ist auch konvex, da Normen per Definition konvex sind und λ > 0 gelten
soll. Somit ist G(u) die Summe zweier konvexer Funktionen und einer Konstanten, fL(θ∗),
weswegen G(u) selber auch konvex ist.
Es gilt G(0) = fL(0 + θ∗) − fL(θ∗) = 0. Wenn θ̂ die Funktion fL(θ) minimiert, dann
befindet sich das Minimum von G(u) bei û = θ̂ − θ∗.
Dies lässt sich dadurch erkennen, dass der variable Teil der Funktion G(u),

fL(θ∗ + u) = ˆ̀
L(θ∗ + u︸ ︷︷ ︸

a

) + λ(‖θ∗ + u︸ ︷︷ ︸
a

‖p) ,

minimal ist, wenn

a = θ̂

⇔ θ∗ + u = θ̂

⇔ u = θ̂ − θ∗ = û

gilt. Daraus folgt, dass ∀u ∈ Rd : G(u) ≥ G(û) und somit G(û) ≤ 0 gelten muss.

3.1.4 Theorem. Angenommen es existiert ein B > 0, sodass für alle u ∈ Rd mit ‖u‖1 =
B die Bedingung G(u) > 0 gilt, dann muss ‖û‖1 ≤ B gelten.

3.1.5 Beweis (Kontraposition). Es gelte die Annahme aus Theorem 3.1.4 und ‖û‖1 >
B. Da es sich bei G um eine konvexe Funktion handelt, müsste es für beliebige zwei Punkte
v ∈ Rd und w ∈ Rd und beliebiges t ∈ (0, 1) die Konvexkombination

G(tv + (1− t)w) ≤ tG(v) + (1− t)G(w) (3.8)

geben. Insbesondere müsste dies auch für v = û und w = 0 gelten. Wenn wir diese Werte
in (3.8) einsetzen, dann erhalten wir:

G(tû) ≤ tG(û) ≤ 0 (3.9)

Da ‖û‖1 > B gilt, existiert ein t, sodass ‖tû‖1 = t‖û‖1 = B gilt, und nach der Konvex-
kombination wäre dann G(tû) ≤ 0, was ein Widerspruch zu der Annahme ist, dass für alle
u ∈ Rd mit ‖u‖1 = B die Bedingung G(u) > 0 gilt. Daraus folgt das Theorem 3.1.4.
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Wenn wir u = θ − θ∗ festlegen, dann gilt:

G(u) = ˆ̀
L(θ)− ˆ̀

L(θ∗) + λ(‖θ‖p − ‖θ∗‖p) (3.10)

Nutzen wir nun die Taylor-Formel mit dem Taylorpolynom [8] zweiter Ordnung von ˆ̀
L(θ)

um den Entwicklungspunkt θ∗ und erhalten:

ˆ̀
L(θ) = ˆ̀

L(θ∗) + (∇ˆ̀
L(θ∗))Tu+ 1

2u
T (∇2 ˆ̀

L(θ∗))u+ 1
6

d∑
i=1
uiu

T
(
∂

∂θi
∇ˆ̀

L(θ)
)
u (3.11)

für ein θ = (u+ αθ∗) mit α ∈ (0, 1). Wobei der vierte Term die Lagrangedarstellung des
Restgliedes ist. Die Taylor-Formel könnte zu einem beliebigen Grad fortgeführt werden,
wodurch sie nur komplizierter wird, deswegen orientieren wir uns an Bradley und Guestrin
und wählen das Taylorpolynom dritten Grades mit dem Restglied. Sei außerdem ‖u‖1 = B.
Damit erhalten wir

G(u) =

Erster Term︷ ︸︸ ︷
(∇ˆ̀

L(θ∗))Tu +

Zweiter Term︷ ︸︸ ︷
1
2u

T (∇2 ˆ̀
L(θ∗))u +

Dritter Term︷ ︸︸ ︷
1
6

d∑
i=1
uiu

T
(
∂

∂θi
∇ˆ̀

L(θ)
)
u (3.12)

+ λ(‖θ∗ + u‖p − ‖θ∗‖p︸ ︷︷ ︸
Vierter Term

.

Nun wollen wir ein B finden, sodass ∀u ∈ Rd mit ‖u‖1 = B die Ungleichung G(u) > 0 gilt,
denn dann erhalten wir eine obere Schranke für ‖û‖1 = ‖θ̂ − θ∗‖.
Wir werden nun eine untere Schranke für G(u) in Abhängigkeit von ‖u‖1 = B suchen,
indem wir für jeden der oben farbig markierten Terme von G(u) eine untere Schranken
in Abhängigkeit von ‖u‖1 = B suchen. Danach können wir B so wählen, dass G(u) > 0,
laut der unteren Schranke, gilt. Für jeden Term wird es im Folgenden einen Abschnitt
geben, wo so eine Schranke gesucht wird. Die Schritte für die Berechnung der dafür nötigen
Ableitungen befinden sich im Anhang.

3.1.6 Anmerkung (Vorbedingung). Zuerst definieren wir die Funktion fL (3.6), welche
die regularisierte empirische Log-Likelihood darstellt. Danach definieren wir die Funktion
G(u) (3.10), welche wir mithilfe der Taylorformel als (3.12) definieren. Die Funktion G(u)
hat die Eigenschaft, dass wenn wir einen Wert B > 0 finden, sodass ∀u ∈ Rd mit ‖u‖1 = B

die Funktion G(u) positiv ist, dann gilt für den Schätzer fL optimierenden Schätzer θ̂
die Fehlerschranke ‖θ̂ − θ∗‖ ≤ B. Dies bedeutet, dass wenn es möglich ist, für G(u) eine
untere Schranke bezüglich ‖u‖1 zu finden, dann kann B = ‖u‖1 so gewählt werden, dass
G(u) > 0 gilt. Dafür müssen für alle drei Terme untere Schranken in Abhängigkeit von
B = ‖u‖1 gefunden werden.
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Erster Term

Zuerst wird eine Schranke für (∇ˆ̀
L(θ∗))T (u) gesucht, mit u = (θ − θ∗). Jeder Eintrag im

Gradient an der Stelle t ∈ 1, ..., d ist ∇ˆ̀
L(θ)t = ∂

∂θt

ˆ̀
L(θ):

∂

∂θt
ˆ̀
L(θ) = 1

N

N∑
i=1
−φ(xi)t + Eθ [φ(X)t]

Somit ist der Gradient insgesamt:

∇ˆ̀(θ) = 1
N

N∑
i=1
−φ(xi) + Eθ [φ(X)] (3.13)

Wir versuchen nun eine untere Schranke für den ersten Term bezüglich B zu finden:

(∇ˆ̀
L(θ∗))Tu ≥ −|(∇ˆ̀

L(θ∗))Tu|

≥ −‖∇ˆ̀
L(θ∗)‖∞‖u‖1

= −‖∇ˆ̀
L(θ∗)‖∞B (3.14)

Die erste Ungleichung ist eine grobe Abschätzung, da ein Wert entweder positiv ist, dann ist
er größer als sein negativer Absolutbetrag, oder der Wert ist negativ und er ist gleich dem
negativen Absolutbetrag. Für die zweite Ungleichung haben wir die Hölder-Ungleichung
angewendet, um B von dem gesamten Ausdruck zu trennen. Es fehlt nur noch eine Schranke
für die Max-Norm von ∇ˆ̀(θ∗), um eine gesamte untere Schranke für den ersten Term zu
erhalten. Dafür betrachten wir nochmal die einzelnen Einträge des Vektors ∇ˆ̀(θ∗):

∇ˆ̀(θ∗)t = 1
N

N∑
i=1
−φ(xi)t + Eθ∗ [φ(X)t] (3.15)

Wir definieren φmax so, dass φ(x)t für ein beliebiges t ∈ {1, . . . , d} und beliebiges
x ∈ X nur in [−φmax, φmax] liegen kann. Da φ(X)t auch eine Zufallsvariable ist und
(1/N)

∑N
i=1 φ(xi) = φ(X) gilt, lässt sich nun die Hoeffding-Ungleichung [14] (siehe A.1.2

im Anhang) anwenden.

P
(

1
N
|
N∑
i=1

(
−φ(Xi)t + Eθ∗ [φ(X)t]

)
| ≥ β

)
= P

(
| − φ(X)t + Eθ∗ [φ(X)t]| ≥ β

)
≤ 2 exp

(
− 2N2β2∑N

i=1(2φmax)2

)

= 2 exp
(
− Nβ2

2φ2
max

)

Dabei beschreibt der Strich über einer Variable den empirischen Erwartungswert über
N Beobachtungen. Wenn wir nun die Bonferroni-Ungleichung [12] (siehe A.1.1) über alle
Ereignisse [∇ˆ̀(θ∗)]t ≥ β anwenden, dann ist dies die Wahrscheinlichkeit, dass ein t ∈
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{1, . . . , d} existiert, sodass ∇ˆ̀(θ∗)t ≥ β gilt. Das ist äquivalent zu der Wahrscheinlichkeit,
dass dies für das maximale ∇ˆ̀(θ∗)t gilt:

P

(
‖ 1
N

N∑
i=1

(
−φ(Xi) + Eθ∗ [φ(X)]

)
‖∞ ≥ β

)
= P

(
‖∇ˆ̀

L(θ∗)‖∞ ≥ β
)
≤ 2d exp

(
− Nβ2

2φ2
max

)
(3.16)

Durch Einsetzen dieses Ergebnisses in (3.14) erhalten wir mit einer Wahrscheinlichkeit von
mindestens 1− 2d exp

(
− Nβ2

2φ2
max

)
die untere Schranke:

(∇ˆ̀
L(θ∗))T (u) ≥ −‖∇ˆ̀

L(θ∗)‖∞B

≥ −βB (3.17)

3.1.7 Anmerkung (Erster Term). Zum Beweis einer unteren Schranke des ersten Terms
wird zuerst der Gradient der empirischen Log-Likelihood bestimmt. Als lose untere Schranke
für den Term nutzen wir zunächst y ≥ −|y|. Danach wird der Term mithilfe der Hölder-
Ungleich aufgeteilt in ‖u‖1 = B, und die Max-Norm des Gradienten von ∇ˆ̀(θ∗), sodass
nur noch eine untere Schranke für die negative Max-Norm des Gradienten, also eine obere
Schranke für die Max-Norm, formuliert werden muss.
Wenn jeder Eintrag im Gradienten an der Stelle θ∗ betrachtet wird, dann lässt sich er-
kennen, dass es sich um die Differenz des empirischen und des echten Erwartungswertes
von φ(X) handelt. In diesem Fall lässt sich die Hoeffding-Ungleichung anwenden. Durch
diese Ungleichung kann jedem Eintrag eine untere Schranke mit einer gewissen Wahr-
scheinlichkeit zugeordnet werden. Durch die Bonferroni-Ungleichung und die Berechnung
der Gegenwahrscheinlichkeit wird eine obere Schranke für die Max-Norm des Gradienten
bestimmt, sodass sie in die Ungleichung eingefügt werden kann.
Diese obere Schranke, sowie ihre Wahrscheinlichkeit, hängen von einem Parameter β
ab. Eine wichtige Beobachtung an dieser Stelle ist, dass β sich so wählen lässt, dass die
Wahrscheinlichkeit bei einer steigenden Anzahl an Beobachtungen N immer größer wird
und die untere Schranke gegen null konvergiert.

Zweiter Term

Der zweite Term vonG(u) ist uT (∇2 ˆ̀
L(θ∗))u. Jeder Eintrag in der Hessematrix,∇2 ˆ̀

L(θ)t,k =
∂

∂θtθk

ˆ̀
L(θ), sieht wie folgt aus:

∂

∂θtθk
ˆ̀
L(θ) = Eθ[φ(X)tφ(X)k]− Eθ[φ(X)t]Eθ[φ(X)k] (3.18)

An den Ableitungen ist erkennbar, dass ∇2 ˆ̀(θ) = ∇2
(

1
N

∑N
i=1A(θ)

)
= ∇2A(θ) gilt. Dies

liegt daran, dass A(θ) vom Datensatz unabhängig ist. Aus diesem Grund gilt für die
Hessematrix von `L(θ):

∇2`L(θ) = Eθ∗[∇2 − 〈φ(X),θ〉+A(θ)] = Eθ∗[∇2A(θ)] = ∇2A(θ) (3.19)
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Somit sind die Hessematrizen von ˆ̀
L(θ) und `L(θ) äquivalent. Dies ist ein Unterschied zu

den von Bradley und Guestrin untersuchten CRFs.

3.1.8 Definition (Minimaler Eigenwert). Sei Λmin(V ) definiert als der minimale Ei-
genwert einer Matrix V . Dieser ist außerdem nach Courant-Fischer definiert als

min
‖v‖2=1

vTV v ,

vergleiche Definition A.2.1.

Definieren wir Cmin mit 0 < Cmin ≤ Λmin(∇2`L(θ∗)) als eine untere Schranke vom
minimalen Eigenwert von ∇2`L(θ∗). So eine Schranke kann es ohne Annahmen über den
wahren Parameter θ∗ nicht geben. Da sich unser Beweis stark an dem Beweis in der
Publikation von Bradley und Guestrin [4] orientiert und dieser Cmin nutzt, werden wir
dies hier auch tun.
Nun können wir die untere Schranke vom dritten Term bestimmen:

1
2u

T (∇2 ˆ̀
L(θ∗))u = 1

2

(
uT

‖u‖2
(∇2 ˆ̀

L(θ∗)) u

‖u‖2

)
‖u‖22

≥ 1
2 Λmin(∇2 ˆ̀

L(θ∗))‖u‖22

≥ 1
2d Λmin(∇2 ˆ̀

L(θ∗))‖u‖21

= 1
2d Λmin(∇2 ˆ̀

L(θ∗))B2

Da, wie schon angemerkt, die Hessematrizen der empirischen und der wahren Log-Likelihood
für MRFs gleich sind und somit auch die Eigenwerte gleich sind, können wir den nächsten
Schritt machen.

= 1
2d Λmin(∇2`L(θ∗))B2

≥ 1
2dCminB

2 (3.20)

Somit erhalten wir eine untere Schranke für den zweiten Term.

3.1.9 Anmerkung (Zweiter Term). Für den zweiten Term wird die Hessematrix der
empirischen Log-Likelihood an der Stelle θ∗ betrachet, um festzustellen, dass sie der Hesse-
matrix der wahren Log-Likelihood entspricht. Diese Hessematrix ist für Exponentialfamilien
mit minimaler suffizienter Statistik φ positiv definit (siehe Beweis 2.3.5) und ihr minimaler
Eigenwert größer null. Dies spielt eine Rolle in Ungleichung (3.20). Um die Courant-Fischer
Definition des minimalen Eigenwertes zu nutzen, teilen wir u auf beiden Seiten durch ‖u‖2,
sodass ‖(u)/(‖u‖2)‖2 = 1 gilt. Damit der gesamte Term sich nicht ändert, multiplizieren wir
ihn mit ‖u‖22. Nun können wir die Courant-Fischer Definition des minimalen Eigenwertes
anwenden, da nach diesem vT∇2 ˆ̀

L(θ∗)v für einen beliebigen Vektor v mit ‖v‖2 = 1 nicht
kleiner sein kann, als der minimale Eigenwert von ∇2 ˆ̀

L(θ∗).
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Nach diesem Schritt ist die Ungleichung abhängig von der 2-Norm von u, dabei wollten wir
eine untere Schranke, die abhängig ist von der 1-Norm. Um dies zu gewährleisten nutzen
wir die Eigenschaft der 1-Norm und 2-Norm, dass für einen Vektor u ∈ Rd die Ungleichung
‖u‖1 ≤

√
d‖u‖2 gilt [15]. Da beide Normen positiv sind gilt auch ‖u‖12 ≤ d‖u‖22 und

damit 1
d‖u‖1

2 ≤ ‖u‖22, was uns den nächsten Schritt erlaubt. Als letztes nutzen wir aus,
dass die Hessematrizen der empirischen und der wahren Log-Likelihood äquivalent sind.

In Bradley und Guestrins Beweis für CRFs ist dieser letzte Schritt direkt nicht möglich,
da für CRFs die Hessematrizen unterschiedlich sind. Die Hessematrix der wahren Log-
Likelihood ist positiv definit, aber nicht unbedingt die der empirischen, weswegen dort
zuerst eine Schranke für den minimalen Eigenwert von ˆ̀

L(θ∗) bezüglich des minimalen
Eigenwertes von `L(θ∗) bestimmt und angewendet wird. Dieser Ansatz soll später bei der
Betrachtung des MPLE verwendet werden.

Dritter Term

Als nächstes betrachten wir den dritten Term von (3.12): 1
6
∑d
i=1 uiu

T
(

∂
∂θi
∇2 ˆ̀

L(θ)
)
u.

Dafür betrachten wir zuerst ∂
∂θi
∇2 ˆ̀

L(θ) an der Stelle ∂
∂θs

[∇2 ˆ̀
L(θ)]t,k.

∂

∂θs
∇2 ˆ̀

L(θ)t,k = Eθ[φ(X)sφ(X)kφ(X)t]− Eθ[φ(X)kφ(X)t]Eθ[φ(X)s]

+ 2Eθ[φ(X)s]Eθ[φ(X)k]Eθ[φ(X)t]

− Eθ[φ(X)t]Eθ[φ(X)kφ(X)s]− Eθ[φ(X)k]Eθ[φ(X)tφ(X)s] (3.21)

Für ∂
∂θs
∇2 ˆ̀

L(θ) gilt nun:

∂

∂θs
∇2 ˆ̀

L(θ) =Eθ[φ(X)sφ(X)⊗]− Eθ[φ(X)⊗]Eθ[φ(X)s] + 2Eθ[φ(X)s]Eθ[φ(X)]⊗

− Eθ[φ(X)]Eθ[φ(X)φ(X)s]T − Eθ[φ(X)φ(X)s]Eθ[φ(x)]T (3.22)

Hierbei ist v⊗ für einen Vektors v als v⊗ = vvT definiert.

Wenn wir jetzt für θ den Parameter θ aus dem dritten Term einfügen erhalten wir:

∂

∂θs
∇2 ˆ̀

L(θ) =Eθ[φ(X)sφ(X)⊗]− Eθ[φ(X)⊗]Eθ[φ(X)s] + 2Eθ[φ(X)s]Eθ[φ(X)]⊗

− Eθ[φ(X)]Eθ[φ(X)φ(X)s]T − Eθ[φ(X)φ(X)s]Eθ[φ(x)]T .
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Dies bedeutet, dass wir nun dem dritten Term eine Schranke zuordnen können. Übersicht
halber gilt hier φ(X) = φ:

1
6

d∑
s=1

usu
T

(
∂

∂θs
∇2 ˆ̀

L(θ)
)
u

=1
6

d∑
s=1

usu
T (Eθ

[
φsφ

⊗]− Eθ
[
φ⊗
]
Eθ [φs] + 2Eθ [φs]Eθ [φ]⊗

− Eθ [φ]Eθ [φφs]T − Eθ [φφs]Eθ [φ]T )u

=1
6

d∑
s=1

us(Eθ
[
φs(uTφ⊗u)

]
− Eθ

[
uTφ⊗u

]
E [φs] + 2Eθ [φs] (uT Eθ [φ]⊗ u)

− uT Eθ [φ]Eθ [φφs]T u− uT Eθ [φφs]Eθ [φ]T u)

=1
6

d∑
s=1

ui(Eθ
[
φs(uTφ)2]− Eθ

[
(uTφ)2]Eθ [φs] + 2Eθ [φs]Eθ

[
(uTφ)

]2 − 2Eθ
[
uTφ

]
Eθ
[
φuTφs

]
)

=1
6(Eθ

[
(uTφ)3]+ 2Eθ

[
(uTφ)

]3 − 3Eθ
[
uTφ

]
Eθ
[
(uTφ)2]) (3.23)

≥1
6(−|Eθ[(uTφ)3]| − |2Eθ[(uTφ)]3| − |3Eθ[uTφ]Eθ[(uTφ)2]|) (3.24)

≥1
6(−Eθ

[
|(uTφ)|3

]
− 2Eθ

[
(|uTφ)|

]3 − 3Eθ
[
|uTφ|

]
Eθ
[
|(uTφ)|2

]
)

≥1
6

(
−Eθ

[
(‖uT ‖1‖φ‖∞)3] | − 2Eθ

[
(‖uT ‖1‖φ)‖∞

]3 − 3Eθ
[
‖uT ‖1‖φ‖∞

]
Eθ
[
(|‖uT ‖1‖φ‖∞)2])

Nun können wir φmax nutzen, um weiter unzuformen:

≥1
6(−‖u‖3

1φ
3
max − 2‖u‖3

1φ
3
max − 3‖u‖3

1φ
3
max)

=− ‖u‖3
1φ

3
max = −B3φ3

max (3.25)

Bis (3.24) sind die Rechenschritte Identisch zu denen aus [4]. Wie auch im zweiten Term
nutzen wir hier in (3.24) die grobe untere Schranke durch den negativen Absolutbetrag,
um in den letzten zwei Ungleichungen die Hölder-Ungleichung zu verwenden und haben
nun eine untere Schranke für den dritten Term gefunden.

3.1.10 Anmerkung (Dritter Term). Für den dritten Term haben wird zuerst die dritte
Ableitung von ˆ̀(θ∗) bestimmt um damit eine Schranke für den dritten Term zu erhalten.
Die Umformungsschritte bis (3.24) gleich denen von Bradley und Guestrin. Danach nutzen
wir größtenteils die Hölder-Ungleichung, sowie, dass E[|X|] ≥ |E[X]| ≥ E[X] gilt. In
dem Beweis von Bradley und Guestrin wird an der Stelle (3.23) die Jensen-Ungleichung
verwendet. Jensens Ungleichung sagt aus, dass f(E[X]) ≤ E[f(X)] gilt, wenn f eine
konvexe Funktion ist [12]. Die Funktion f(x) = x3 ist im Negativen nicht konvex und wir
können nicht ausschließen, dass uTφ(X) negativ sein kann. Deswegen wenden wir diese
Ungleichung nicht an.
In [4] wird davon ausgegangen, dass φ(x) immer positiv ist und minx,i∈{1,...,d} φ(x)i = 0
gilt, jedoch kann u trotzdem negative Einträge enthalten, sodass uTφ(X) auch in diesem
Fall nicht nur positiv sein kann. Somit darf diese Ungleichung auch in dem Beweis von
Bradley und Guestrin nicht anwendet werden.
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Vierter Term

Um eine untere Schranke für den letzten Term zu finden, wenden wir die Dreiecksungleichung
an:

‖θ∗‖p = ‖(θ∗ − (u+ θ∗)) + (u+ θ∗)‖p
≤ ‖(θ∗ − (u+ θ∗))‖p + ‖(u+ θ∗)‖p
= ‖ − u‖p + ‖(u+ θ∗)‖p

⇔‖θ∗‖p − ‖(u+ θ∗)‖p ≤ ‖u‖p
⇔‖(u+ θ∗)‖p − ‖θ∗‖p ≥ −‖u‖p
⇔λ(‖(u+ θ∗)‖p − ‖θ∗‖p) ≥ −λ‖u‖p

An dieser Stelle gibt es eine Fallunterscheidung zwischen p = 1 und p = 2. Für p = 1 gilt

λ(‖(u+ θ∗)‖1 − ‖θ∗‖1) ≥ −λ‖u‖1 ,

während für p = 2

λ(‖(u+ θ∗)‖2 − ‖θ∗‖2) ≥ −λ‖u‖2 ≥ −λ‖u‖1 (3.26)

gilt, so haben wir für beide Fälle die gleiche Schranke.

3.1.11 Anmerkung (Vierter Term). Für den vierten Term wird durch eine geschickte
Addition von null und die Anwendung der Dreiecksungleichung eine untere Schranke erzielt.

Schlussfolgerung

Wenn wir nun die Resultate aus (3.17), (3.20), (3.25) und (3.26) zusammenfügen, erhalten
wir

G(u) ≥ −βB + Cmin
2d B2 − φ3

maxB
3 − λB (3.27)

= B

(
−β + Cmin

2d B − φ3
maxB

2 − λ
)

mit Wahrscheinlichkeit von mindestens 1− 2d exp
(
−
(
(β2N)/(2φ2

max)
))
, denn alle Schran-

ken, außer der für den ersten Term, gelten mit Wahrscheinlichkeit 1.

Weiterhin muss nach Voraussetzung G(u) > 0 und B > 0 (B = ‖u‖1) gelten. Dies bedeutet,
dass

− β + Cmin
2d B − φ3

maxB
2 − λ > 0 (3.28)
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erfüllt sein muss. Nun können wir, mithilfe der quadratischen Ergänzung, den Bereich
berechnen in dem sich B befinden muss, damit die Bedingung in (3.28) gilt.

− (β + λ) + Cmin
2d B − φ3

maxB
2 > 0

⇔(β + λ)
φ3
max

− Cmin
2dφ3

max

B +B2 < 0

⇔(β + λ)
φ3
max

+
(
Cmin

4dφ3
max

)2
−
(
Cmin

4dφ3
max

)2
− Cmin

2dφ3
max

B +B2 < 0

⇔(β + λ)
φ3
max

−
(
Cmin

4dφ3
max

)2
+
(
B − Cmin

4dφ3
max

)2
< 0

⇔
(
B − Cmin

4dφ3
max

)2
< −(β + λ)

φ3
max

+
(
Cmin

4dφ3
max

)2

⇔−

√
−(β + λ)

φ3
max

+
(
Cmin

4dφ3
max

)2
< B − Cmin

4dφ3
max

<

√
−(β + λ)

φ3
max

+
(
Cmin

4dφ3
max

)2

⇔−

√
−(β + λ)

φ3
max

+
(
Cmin

4dφ3
max

)2
+ Cmin

4dφ3
max

< B <

√
−(β + λ)

φ3
max

+
(
Cmin

4dφ3
max

)2
+ Cmin

4dφ3
max

(3.29)

Es wäre nun naheliegend, B möglichst nahe an der unteren Schranke zu wählen. Weiterhin
sollte B bei einer steigender Stichprobengröße gegen null konvergieren, und damit auch die
untere Schranke von B.
Damit diese Bedingung gegeben ist, muss der Term (β + λ) gegen null konvergieren, dafür
müssen sowohl β, als auch λ dieses Kriterium erfüllen, weil beide Variablen nicht negativ
sind. Da wir bei der Formulierung der Optimierungs-Funktion die Variable β nicht wählen
können, definieren wir sie über eine Funktion von λ. Um die Funktion möglichst einfach zu
halten, wählen wir ein Polynom ersten Grades.
Eine einfache Wahl für λ ist z.B. wN−γ mit w, γ ∈ R+, dann ist β der Form rwN−γ = vN−γ

mit v ∈ R+.
Wenn wir uns nun die Wahrscheinlichkeit 1− 2d exp

(
−(β2N)/(2φ2

max)
)
anschauen, dann

können wir erkennen, dass wenn (β2N)/(2φ2
max) gegen unendlich konvergiert, der gesamte

Ausdruck gegen eins konvergiert, was von uns gewünscht ist, damit die Schranke für den
Fehler bei einer steigenden Stichprobengröße wahrscheinlicher wird. Deswegen wollen wir
β so wählen, dass β2N = v2N−2γN = v2N−2γ+1 gegen unendlich konvergiert. Dies ist
gegeben, wenn −2γ + 1 > 0 gilt, das bedeutet für γ, dass γ < 1/2 gelten muss. Mit dieser
Einschränkung wissen wir nun, dass unter unseren vorherigen Annahmen γ ∈ (0, 1/2)
gelten muss.
Betrachten wir nun die untere Schranke von B in (3.29) etwas genauer. Damit der Term
unter der Wurzel

√
−(β + λ)/(φ3

max) + (Cmin/(4dφ3
max))2 nicht negativ ist und somit einen

gültigen Wert hat, muss (β+λ)/φ3
max <

(
Cmin/(4dφ3

max)
)2 gelten. Da (β+λ) stetig fallend

ist, genügt es, wenn die Ungleichung für das kleinste N gilt. Dies muss nicht notwendig
N = 1 sein, weil dies eine unrealistische Stichprobengröße ist. Die Schranke dürfte auch ab



28 KAPITEL 3. STICHPROBENKOMPLEXITÄT VON MLE UND MPLE

einem größeren N gelten, jedoch wählen wir hier trotzdem einfachheitshalber als kleinste
Stichprobengröße N = 1. Es muss also nur (v + w)/φ3

max <
(
Cmin/(42dφ3

max)
)2 gelten.

0 < (v + w) < C2
min

42d2φ3
max

⇒0 < v <
C2
min

42d2φ3
max

Dies bedeutet, dass wir v als

v = l
C2
min

42d2φ3
max

(3.30)

mit l ∈ (0, 1) beschreiben können. Da aber noch

0 < (v + w) < C2
min

42d2φ3
max

0 < l
C2
min

42d2φ3
max

+ w <
C2
min

42d2φ3
max

⇔0 < w < (1− l) C2
min

42d2φ3
max

gelten muss, wählen wir für w

w = a(1− l) C2
min

42d2φ3
max

(3.31)

mit a ∈ (0, 1). Setzen wir nun die resultierenden λ und β:

λ = a(1− l) C2
min

42d2φ3
max

N−γ β = l
C2
min

42d2φ3
max

N−γ (3.32)

in die untere Schranke von B ein.

B > −

√
−(a(1− l) + l) C2

min

42d2φ6
max

N−γ +
(
Cmin

4dφ3
max

)2
+ Cmin

4dφ3
max

= −
√

(−(a(1− l) + l)N−γ + 1) Cmin
4dφ3

max

+ Cmin
4dφ3

max

< −
√

(−((1− l) + l)N−γ + 1) Cmin
4dφ3

max

+ Cmin
4dφ3

max

= Cmin
4dφ3

max

(
−
√

(−N−γ + 1) + 1
)

(3.33)

Wir können also B = Cmin
4dφ3

max

(
−
√

(−N−γ + 1) + 1
)
wählen. Damit gilt:

‖θ̂ − θ∗‖1 ≤
Cmin

4dφ3
max

(
−
√

(−N−γ + 1) + 1
)

(3.34)

mit einer Wahrscheinlichkeit von mindestens 1− 2d exp
(
−
(
(C4

min)/(29d4φ8
max)

)
l2N1−2γ).

Da die Variable a aus (3.31) beliebig aus dem Intervall (0, 1) gewählt werden kann, reicht
es, wenn λ < (1 − l)

(
(C2

min)/(4d2φ3
max)

)
N−γ gewählt wird. Damit ist die anfänglich

vorgestellte PAC-Schranke bewiesen.
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3.1.12 Anmerkung (PAC-Schranke). Dieser Ansatz unterscheidet sich von dem von
Bradley und Guestrin dadurch, dass diese zuerst B so gewählt haben, dass λ maximal
sein kann und danach B mit der asymptotischen Konvergenzrate von konsistenten MCLEs
multiplizieren, wobei die Konvergenzrate selber N−1/2 ist [18], in [4] wird jedoch mit N−γ

mit 0 < γ < 1/2 multipliziert. Dies wird dort getan, um durch γ eine Verbindung zu
der Wahrscheinlichkeit herzustellen. Danach wählen Bradley und Guestrin λ = β so, dass
G(u) > 0 gilt.
Wir berechnen im Gegensatz zuerst die untere und obere Schranke von B, sodass G(u)
positiv ist und B unsere Fehlerschranke sein kann. Danach überlegen wir uns eine Belegung
für β und λ, sodass die Wahrscheinlichkeit steigen und die untere Schranke von B fallen
kann. Wir orientieren uns an dieser unteren Schranke, um B zu wählen
Der Grund wieso wir durch diesen Ansatz eine kleinere Schranke erhalten als Bradley und
Guestrin ist, dass wir λ < β wählen. Für l = 1/2 wäre unser β gleich zu dem von Bradley
und Guestrin, dadurch aber, dass wir λ kleiner als β wählen, ist unsere untere Schranke
kleiner als deren, sodass wir effektiv für B die untere Schranke von Bradley und Guestrin
wählen könnten.

Stichprobenkomplexität

Um die Stichprobenkomplexität zu berechnen, wollen wir die Stichprobengröße berechnen,
die nötig ist, damit der l1-Fehler ‖θ∗ − θ̂‖1, kleiner ε ist mit einer Wahrscheinlichkeit von
1− δ. Zunächst berechnen wir dafür γ in Abhängigkeit von δ und N :

2d exp
(
−C

4
minl

2N1−2γ

29d4φ8
max

)
= δ

⇔ exp
(
−C

4
minl

2N1−2γ

29d4φ8
max

)
= δ

2d

⇔− C4
minl

2N1−2γ

29d4φ8
max

= log (δ)− log (2d)

⇔N1−2γ = −29d4φ8
max

C4
minl

2 (log (δ)− log (2d))

⇔(1− 2γ) logN = log
(
−29d4φ8

max

C4
minl

2 (log (δ)− log (2d))
)

⇔γ = −1
2

 log
(
− 29d4φ8

max

C4
min

l2
(log (δ)− log (2d))

)
logN − 1

 (3.35)

Hier gilt γ ∈ (0, 1/2) nicht mehr für alle δ und N , da für kleinere Stichprobengrößen γ
negativ sein muss, damit die Wahrscheinlichkeit 1− δ gilt. Daraufhin berechnen wir N ,
sodass ‖θ∗− θ̂‖1 ≤ B ≤ ε gilt. Dafür muss N in Abhängigkeit von ε und γ gewählt werden.
Nur mit unserer Schranke ist dies schwierig:

Cmin
4dφ3

max

(
−
√

(−N−γ + 1) + 1
)
≤ ε

√
(−N−γ + 1) ≥ 1− ε4dφ3

max

Cmin
(3.36)
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Wenn wir hier quadrieren würden, um nach N umzustellen, dann wäre die Richtung der Un-
gleichung abhängig von ε. Deswegen nutzen wir zur Berechnung der Stichprobenkomplexität
eine gröbere Abschätzung:

‖θ̂ − θ∗‖1 ≤
Cmin

4dφ3
max

(
−
√

(−N (−γ) + 1) + 1
)
≤ Cmin

4dφ3
max

N−γ ≤ ε (3.37)

Die Abschätzung gilt, da

−
√

(−N (−γ) + 1) + 1 ≤ N−γ

−N (−γ) + 1 ≤ (N−γ − 1)2

−N (−γ) + 1 ≤ N−2γ − 2N−γ + 1

0 ≤ N−2γ −N−γ (3.38)

eine wahre Aussage ist. Diese Schranke ist die gleiche wie die von Bradley und Guestrin,
weswegen wir nun eine ähnliche Stichprobenkomplexität berechnen werden:

Cmin
4dφ3

max

N−γ ≤ ε

N−γ ≤ 4dφ3
max

Cmin
ε

−γ log(N) ≤ log 4dφ3
maxε

Cmin

γ log(N) ≥ log Cmin
4dφ3

maxε

Nun können wir das γ aus (3.35) einfügen:

γ log(N) ≥ log Cmin
4dφ3

maxε

− 1
2

 log
(
−29d4φ8

max

C4
minl

2 (log (δ)− log (2d))
)

logN − 1

 log(N) ≥ log Cmin
4dφ3

maxε

− 1
2 log

(
−29d4φ8

max

C4
minl

2 log
(
δ

2d

))
+ 1

2 log(N) ≥ log Cmin
4dφ3

maxε

− log
(
−29d4φ8

max

C4
minl

2 log
(
δ

2d

))
+ log(N) ≥ 2 log Cmin

4dφ3
maxε

log(N) ≥ 2 log Cmin
4dφ3

maxε
+ log

(
−29d4φ8

max

C4
minl

2 log
(
δ

2d

))

N ≥ exp
(

2 log Cmin
4dφ3

maxε
+ log

(
−29d4φ8

max

C4
minl

2 log
(
δ

2d

)))

N ≥ 25d2φ2
max

C2
minl

2ε2
log

(2d
δ

)
Womit Theorem 3.1.2 bewiesen ist.
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3.1.13 Anmerkung (Stichprobenkomplexität). Um die Stichprobenkomplexität zu
berechnen, muss zuerst γ so gewählt werden, dass die Wahrscheinlichkeit mindestens so
groß ist wie 1 − δ, wobei δ beliebig gewählt werden kann. Dafür setzen wir δ gleich der
oberen Wahrscheinlichkeitsschranke für einen Fehler und stellen nach γ um. Danach kann
γ in die Fehlerschranke eingefügt und nach der Stichprobengröße N umgestellt werden.
Mit unserer Schranke ist dies nicht gelungen (siehe (3.36)). Deswegen haben wir eine
obere Schranke der Fehlerschranke benutzt (3.38). Diese Schranke ist der von Bradley und
Guestrin sehr ähnlich.

3.1.2 Diskussion MLE

Das Ziel des Beweises ist es, eine PAC-Schranke und eine Stichprobenkomplexität für die
regularisierte Maximum-Likelihood-Schätzung zu finden. Zuerst wird eine PAC-Schranke
ermittelt. Dafür wird die Funktion G(u) (3.12) definiert. Diese Funktion hat die Eigenschaft,
dass sie an der Stelle θ̂ − θ∗ einen negativen Wert annimmt. Durch die Konvexität der
Funktion können wir feststellen, dass wenn wir ein B finden, sodass ∀u ∈ Rd ∧‖u‖1 = B :
G(u) > 0 gilt, dann gilt ‖θ̂ − θ∗‖1 ≤ B. Dies bedeutet, dass B unter diesen Bedingungen
eine obere Schranke für den Fehler darstellt. Wenn es nun eine untere Schranke für G(u)
in Abhängigkeit von ‖u‖1 geben würde, dann könnten wir B = ‖u‖1 so wählen, dass diese
Funktion mit einer bestimmten Wahrscheinlichkeit definitiv positiv ist. Um eine solche
Schranke zu finden, wird die Taylorformel verwendet, wodurch es vier Terme gibt, für die
eine untere Schranke in Abhängigkeit von B ermittelt werden muss. Wir bestimmen für
alle vier Terme eine untere Schranke und wählen am Ende die übrig gebliebenen Parameter
und ‖u‖1 = B so, dass die oben beschriebene Bedingung gilt und B möglichst klein ist.
Damit können wir eine PAC-Schranke und eine Stichprobenkomplexität aufstellen.

Obwohl der Beweis sich an dem von Bradley und Guestrin orientiert und somit diesem
sehr ähnlich ist, gibt es trotzdem einige Unterschiede zwischen MRFs und CRFs, sowie
einige andere Ideen. Die Hauptunterschiede zum Beweis von Bradley und Guestrin sind,
dass wir nicht davon ausgehen, dass φ(x) für alle x ∈ X nur positive Einträgen haben
kann. Deswegen ist φmax als φmax als φmax = maxx,i∈{1,...,d} |φ(x)i| definiert, weiterhin
wurde durch die Äquivalenz von ∇2`L(θ) und ∇2 ˆ̀

L(θ) die Schranke für den zweiten Term
einfacher als die von Bradley und Guestrin und gilt mit Wahrscheinlichkeit eins.

Für den dritten Term verwenden wir im Gegensatz zu Bradley und Guestrin die Jensen-
Ungleichung nicht, da die Bedingung für diese Ungleichung nicht erfüllt sind. Zum Schluss
orientieren wir uns, anstelle B mithilfe der asymptotischen Konvergenzrate zu wählen, an
der unteren Schranke für B, wodurch wir eine bessere PAC-Schranke erzielen. Für das
Berechnen der Stichprobenkomplexität stoßen wir mit unserer Schranke auf Schwierigkeiten
(3.36), weswegen wir stattdessen eine obere Schranke von ihr benutzen (3.38).
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3.2 MPLE

Die gleiche Beweisstrategie wie schon beim MLE, wenden wir hier für den konsistenten
MCLE an, um eine PAC-Schranke und eine Stichprobenkomplexität herzuleiten. Seinen
für die beiden folgenden Theoreme Cmin als minj∈{1,...,m} Λmin(∇2`L(θ∗)Aj ) und ρmin als
mint∈{1,...,t}(

∑
j:t∈Bj

Λmin(∇2`L(θ∗)Aj )) definiert.

3.2.1 Theorem (PAC-Schranke des MCLE). Seien 0 < λ < (1− l) C2
min

4d2φ3
max

N−γ mit
l ∈ (0, 1) und γ ∈ (0, 1/2). Dann gilt für θ̂ = argminθ ˆ̀

CL(θ) + λ‖θ‖p, mit einer Wahr-
scheinlichkeit von mindestens

1− 2d exp
(
− ρ4

minl
2N1−2γ

215d4M4
maxφ

8
max

)
− 2md2 exp

(
− NC2

min

36d2φ4
max

)
(3.39)

die Schranke:
‖θ̂ − θ∗‖1 ≤

(
1−
√
−N−γ + 1

) ρmin
8dMmaxφ3

max

(3.40)

3.2.2 Theorem (Stichprobenkomplexität des MCLE). Angenommen argminθ ˆ̀
CL(θ)

sei ein konsistenter Schätzer. Sei l ∈ (0, 1) und λ entsprechend der PAC-Schranke. Dann
gilt ‖θ∗− θ̂‖1 ≤ ε für θ̂ = argminθ ˆ̀

CL(θ) + λ‖θ‖p, mit einer Wahrscheinlichkeit von 1− δ
bei einer Stichprobengröße von

N ≥ log
(

2d+ 2md2

δ

)
29d2M2

maxφ
2
maxρ

2
min

C4
minl

2ε2
(3.41)

3.2.1 Beweis

Die Stichprobenkomplexität des MCLE lässt sich auf eine ähnliche Weise berechnen, wie
die des MLE. Auch hier minimieren wir

fCL(θ) = ˆ̀
CL(θ) + λ‖θ‖p (3.42)

für p ∈ {1, 2} und definieren die Funktion G(u) mit u = θ − θ∗:

G(u) = ˆ̀
CL(θ∗ + u)− ˆ̀

CL(θ∗) + λ(‖θ∗ + u‖p − ‖θ∗‖p) (3.43)

Die Hessematrix der empirischen Log-Composite-Likelihood ∇2 ˆ̀
CL(θ) ist eine Summe aus

Kovarianzmatrizen, welche immer positiv semidefinit sind. Deswegen ist ∇2 ˆ̀
CL(θ) selber

auch positiv semidefinit und damit die Funktion ˆ̀
CL(θ) konvex. Aus diesem Grund können

wir auch hier die gleichen Eigenschaften wie bei Theorem 3.1.4 erkennen.
Wir wollen wieder, aus dem gleichen Grund wie beim MLE, eine untere Schranke für G(u) in
Abhängigkeit von B finden. Wenn wir u = θ−θ∗ definieren, dann gilt ˆ̀

CL(θ∗+u) = ˆ̀
CL(θ).

Um diese Funktion und ˆ̀
CL(θ∗) in Verbindung zu bringen, wenden wir hier die Taylor-

Formel für ˆ̀
CL(θ) um den Punkt θ∗ an. Daraus resultiert

ˆ̀
CL(θ) = ˆ̀

CL(θ∗) + (∇ˆ̀
CL(θ∗))Tu+ 1

2u
T (∇2 ˆ̀

CL(θ∗))u+ 1
6

d∑
s=1

usu
T
(
∂

∂θs
∇ˆ̀

CL(θ)
)
u ,

(3.44)
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mit u = θ − θ∗ und θ = u + αθ∗ für ein α ∈ (0, 1). Jetzt können wir das Resultat aus
(3.44) in (3.43) einfügen, um

G(u) =

Erster Term︷ ︸︸ ︷
(∇ˆ̀

CL(θ∗))Tu +

Zweiter Term︷ ︸︸ ︷
1
2u

T (∇2 ˆ̀
CL(θ∗))u +

Dritter Term︷ ︸︸ ︷
1
6

d∑
i=1
uiu

T
(
∂

∂θi
∇ˆ̀

CL(θ)
)
u (3.45)

+ λ(‖θ∗ + u‖p − ‖θ∗‖p

zu erhalten. Auch hier werden wir für jeden Term einzeln eine untere Schranke in Abhän-
gigkeit von B suchen. Da der letzte Term, dem aus (3.12) entspricht, werden wir für diesen
Beweis die gleiche Schranke aus (3.26) verwenden.

3.2.3 Anmerkung (Vorbedingung). Der Ansatz des Beweises ist der gleiche wie bei
schon beim MLE. Der einzige Unterschied ist, dass wir hier anstelle von der regularisierten
empirischen Log-Likelihood-Funktion fL (3.6), die regularisierte empirische Log-Composite-
Likelihood-Funktion fCL (3.42) verwenden. Auch hier wird die Funktion G(u) (3.43)
mithilfe der Taylorformel als (3.45) definiert. Da diese Funktion die gleichen Eigenschaften
besitzt wie beim MLE, suchen wir auch hier für jeden Term eine untere Schranke in
Abhängigkeit von ‖u‖ = B um dadurch eine obere Schranke für den Fehler θ̂−θ∗ zu finden.
Wobei hier θ̂ die Funktion fCL optimiert.

Erster Term

Für den ersten Term berechnen wir den Gradienten ∇ˆ̀
CL(θ). Weil es sich hierbei um einen

Vektor handelt, betrachten wir von ihm zuerst einen einzelnen Eintrag ˆ̀
CL(θ)t = ∂

∂θt

ˆ̀
CL(θ)

∂

∂θt
ˆ̀
CL(θ) = 1

N

N∑
i=1

∑
j:t∈Bj

(
−φ(xi)t + EPθ(X′Aj

|xi
\Aj

)[φBj (X ′Aj
,xi\Aj

)t]
)

Hierbei bedeutet die Notation j : t ∈ Bj = {j ∈ {1, . . . ,m}|t ∈ Bj}. Daraus folgt für den
Gradienten ∇ˆ̀

CL(θ):

∇ˆ̀
CL(θ) = 1

N

N∑
i=1

m∑
j=1

(
−φBj (xi) + EPθ(X′Aj

|xi
\Aj

)[φBj (X ′Aj
,xi\Aj

)]
)

(3.46)
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Für alle Einträge ∇ˆ̀
CL(θ∗)t mit t ∈ {1, ..., d} gilt, dass sie im Erwartungswert null sind:

EPθ∗ (X)

 1
N

N∑
i=1

∑
j:t∈Bj

(
−φ(xi)t + EPθ∗(X′

Aj
|xi
\Aj

)[φBj (X ′Aj
,xi\Aj

)t]
)

= − 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X) [φ(X)t] + 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X)

[
EPθ∗ (X′

Aj
|xi
\Aj

)

[
φ(X ′Aj

,X\Aj
)t
]]

= − 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X) [φ(X)t] + 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X\Aj
)

[
EPθ∗ (X′

Aj
|xi
\Aj

)

[
φ(X ′Aj

,X\Aj
)t
]]

= − 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X) [φ(X)t] + 1
N

N∑
i=1

∑
j:t∈Bj

EPθ∗ (X) [φ(X)t] = 0

Weiterhin können wir feststellen, dass jedes∇ˆ̀
CL(θ∗)t durch das Intervall [−2φmaxMt, 2φmaxMt]

beschränkt ist, dabei ist Mt mit t ∈ {1, . . . , d} die Anzahl an Indexmengen Bj mit
j ∈ {1, . . . ,m} in denen der Index t vorkommt und φmax ist, wie schon im Abschnitt zum
MLE, definiert als maxx∈X ,i∈{1,...,d} |φ(x)i|. Mithilfe dieser Erkenntnisse wenden wir nun
die Hoeffding-Ungleichung an und erhalten

P

| 1
N

N∑
i=1

∑
j:θt∈θBj

(
−φBj (xi)t + EPθ∗ (X′

Aj
|xi
\Aj

)[φBj (X ′Aj
,xi\Aj

)t]
)
| > β


≤ 2 exp

(
− β2N

8M2
t φ

2
max

)
.

Wenn wir nun Mmax = maxt∈{1,...,d}Mt definieren und die Bonferroni-Ungleichung anwen-
den, erhalten wir:

P
(
‖∇ˆ̀

CL(θ∗)‖∞ > β
)
≤ 2d exp

(
− β2N

8M2
maxφmax2

)
(3.47)

Als nächstes können wir für den ersten Term von (3.45) die gleichen Schritte wie bei (3.17)
nutzen, um die selbe Schranke (∇ˆ̀

CL(θ∗))Tu ≥ −βB mit einer Wahrscheinlichkeit von
mindestens 1− 2d exp

(
−
(
(β2N)/(8M2

maxφ
2
max)

))
zu erhalten.

3.2.4 Anmerkung (Erster Term). Die Berechnung der Schranke für den ersten Term
beim MCLE ist ähnlich zu der Berechnung des ersten Terms beim MLE. Auch hier nutzen
wir die Schranke y ≥ −|y| und teilen den Term mithilfe der Hölder-Ungleichung in ‖u‖1 = B

und ‖∇ˆ̀
L(θ∗)‖∞ auf. Um eine untere Schranke zu finden, muss noch eine obere Schranke

für die Max-Norm von ∇ˆ̀
L(θ∗) gefunden werden. Dadurch, dass es sich um den Gradienten

des empirischen Log-Composite-Likelihood-Schätzers handelt, ist dies nicht die Differenz
des empirischen und des richtigen Erwartungswerts von φ(X). Deswegen nutzen wir die
Hoeffding-Ungleichung leicht abgewandelt im Vergleich zu Beweis 3.17. Wir definieren
jeden Eintag im Gradienten als eine Summe über Variablen, dessen Erwartungswert null ist,
sodass die Hoeffding-Ungleichung angewendet werden kann. Der Rest der Berechnung ist
jedoch gleich zu Beweis 3.17. Deswegen ist die Wahrscheinlichkeit für die Schranke kleiner
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als beim MLE. Sie ist auch kleiner als die von Bradley und Guestrin, da wir nicht davon
ausgehen, dass φ(X) positiv ist, weswegen wir φmax = maxx∈X ,i∈{1,...,d} |φ(x)| definiert
haben.

Zweiter Term

Um als nächstes für den zweiten Term von (3.45) eine Schranke zu finden, müssen wir
zunächst die empirische Hessematrix ∇2 ˆ̀

CL(θ) bestimmen. Dabei sehen die Einträge dieser
Hessematrix ∇2`CL(θ)t,k wie folgt aus.

∂

∂θtθk
ˆ̀
CL(θ) = 1

N

N∑
i=1

∑
j:t,k∈Bj

(
EPθ(X′Aj

|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)kφ(X ′Aj
,xi\Aj

)t]

−EPθ(X′Aj
|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)k]EPθ(X′Aj
|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)t]
)

(3.48)

Die Hessematrix der empirischen Log-Composite-Likelihood selber sieht demnach folgen-
dermaßen aus:

∇2 ˆ̀
CL(θ) = 1

N

N∑
i=1

m∑
j=1

(
EPθ(X′

Aj
|xi
\Aj

)

[
φBj

(X ′Aj
,xi\Aj

)⊗
]
− EPθ(X′

Aj
|xi
\Aj

)

[
φBj

(X ′Aj
,xi\Aj

)
]⊗)

(3.49)

Dies bedeutet, dass jeder Eintrag der Hessematrix der echten Log-Composite-Likelihood-
Funktion wie folgt aussieht:

∂

∂θtθk
`CL(θ) = EPθ∗ (X)

[ ∑
j:t,k∈Bj

(
EPθ(X′

Aj
|X\Aj

)[φ(X ′Aj
,X\Aj

)kφ(X ′Aj
,X\Aj

)t] (3.50)

−EPθ(X′
Aj
|X\Aj

)[φ(X ′Aj
,X\Aj

)k]EPθ(X′
Aj
|X\Aj

)[φ(X ′Aj
,X\Aj

)t]
)]

Und die Hessematrix der echten Log-Composite-Likelihood folgendermaßen:

∇2`CL(θ) = EPθ∗ (X)

[
m∑

j=1

(EPθ(X′
Aj
|X\Aj

)[φBj (X ′Aj
,X\Aj

)⊗]− EPθ(X′
Aj
|X\Aj

)[φBj (X ′Aj
,X\Aj

)]⊗)

]
(3.51)

Bei der Betrachtung von (3.49) und (3.51) lässt sich erkennen, dass diese Hessematrizen aus
den Hessematrizen ∇2`CL(θ)Aj beziehungsweise ∇2 ˆ̀

CL(θ)Aj der Composite-Likelihood-
Komponenten bestehen. Wenn wir jetzt für den zweiten Term den gleichen Ansatz nutzen
wollten wie beim MLE, dann stellen wir fest, dass die empirische und die erwartete
Hessematrix nicht gleich sind, womit auch die minimalen Eigenwerte nicht gleich sind. Der
Anfang der Herleitung ist jedoch ähnlich:

1
2u

T
(
∇2 ˆ̀

CL(θ∗)
)
u = 1

2

m∑
j=1
uTBj

(
∇2 ˆ̀

CL(θ∗)Aj

)
uBj
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Ab hier bis zum Ende des Abschnittes zur unteren Schanke des zweiten Terms nutzen wir
die reduzierten Schreibweisen von ∇2 ˆ̀

CL(θ∗)Aj und von uBj (vgl. 2.4.4 und 2.4.8). Für
den zweiten Term ergibt sich dadurch kein Unterschied, weil die obere Summe sich dadurch
nicht ändert.

= 1
2

m∑
j=1

1
‖uBj‖2

uTBj

(
∇2 ˆ̀

CL(θ∗)Aj

) 1
‖uBj‖2

uBj‖uBj‖22

≥ 1
2

m∑
j=1

Λmin
(
∇2 ˆ̀

CL(θ∗)Aj

)
‖uBj‖22

= 1
2

 m∑
j=1

Λmin
(
∇2 ˆ̀

CL(θ∗)Aj

) ∑
t:t∈Bj

u2
t


= 1

2

d∑
t=1

 ∑
j:t∈Bj

Λmin
(
∇2 ˆ̀

CL(θ∗)Aj

)
︸ ︷︷ ︸

ρt

u2
t (3.52)

Wenn anstelle von ˆ̀
CL(θ∗)Aj das richtige `CL(θ∗)Aj stehen würde, und solange ∀t ∈

{1, . . . , d} ∃j ∈ {1, . . . ,m} : t ∈ Bj gilt, dann ist die Summe ρt nie null, da die Hessema-
trizen der reduzierten wahren Log-Composite-Likelihood-Komponenten ∇2`(θ)Aj positiv
definit sind 2.4.9. Weiterhin gilt ∃t ∈ {1, . . . , d} : ut 6= 0, da u 6= 0 nach der Voraussetzung
aus Theorem 3.1.4 gilt. Somit wäre der Term (3.52) größer null.
Da die Teil-Matrizen von ∇2`CL(θ∗) und ∇2 ˆ̀

CL(θ∗) unterschiedlich sind, werden wir die
Differenz zwischen den beiden analysieren. Als erstes berechnen wir die Differenz zwischen
den einzelnen Einträgen der Teil-Matrizen. Der Übersicht halber, nutzen wir die abgekürzte
Notation φ(X ′Aj

) = φ(X ′Aj
,X\Aj

).

[`CL(θ∗)Aj ]t,k − [ˆ̀CL(θ∗)Aj ]t,k

=EPθ∗ (X)

EPθ(X′
Aj
|X\Aj

)[φ(X ′Aj
)kφ(X ′Aj

)t]− EPθ(X′
Aj
|X\Aj

)[φ(X ′Aj
)k]EPθ(X′

Aj
|X\Aj

)[φ(X ′Aj
)t]︸ ︷︷ ︸

Y


− 1
N

N∑
i=1

(
EPθ(X′

Aj
|xi
\Aj

)[φ
i(X ′Aj

)kφ
i(X ′Aj

)t]− EPθ(X′
Aj
|xi
\Aj

)[φ
i(X ′Aj

)k]EPθ(X′
Aj
|xi
\Aj

)[φ
i(X ′Aj

)t]
)

Da der obere Term der Erwartungswert der Zufallsvariable Y ist und der untere Term der
empirische Erwartungswert von Y ist, können wir an dieser Stelle wieder die Hoeffding-
Ungleichung anwenden. Dabei ist zu beachten, dass diese Zufallsvariable höchstens 2φ2

max

und mindestens −2φ2
max sein kann, weil E[φ(X ′Aj

)kφ(X ′Aj
)t], sowie E[φ(X ′Aj

)k]E[φ(X ′Aj
)t]

durch [−φ2
max, φ

2
max] beschränkt sind.

Daraus folgt:

P
(
|[`CL(θ∗)Aj ]t,k − [ˆ̀CL(θ∗)Aj ]t,k| ≥ ε

)
= P

((
[`CL(θ∗)Aj ]t,k − [ˆ̀CL(θ∗)Aj ]t,k

)2
≥ ε2

)
≤ 2 exp

(
− Nε2

8φ4
max

)
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Sei dAj = |Bj |, die Anzahl an Elementen in φBj (X). Wenn wir nun die Bonferroni-
Ungleichung über alle Elemente t, k ∈ Bj anwenden, erhalten wir:

P

dAj∑
t=1

dAj∑
k=1

(
[`CL(θ∗)Aj ]t,k − [ˆ̀CL(θ∗)Aj ]t,k

)2
≥ d2

Aj
ε2

 ≤ 2d2
Aj

exp
(
− Nε2

8φ4
max

)

⇔P


√√√√dAj∑

t=1

dAj∑
k=1

(
[`CL(θ∗)Aj

]t,k − [ˆ̀CL(θ∗)Aj
]t,k
)2
≥ dAj

ε

 ≤ 2d2
Aj

exp
(
− Nε2

8φ4
max

)

⇔P


√√√√dAj∑

t=1

dAj∑
k=1

(
[`CL(θ∗)Aj

]t,k − [ˆ̀CL(θ∗)Aj
]t,k
)2
≥ ε′

 ≤ 2d2
Aj

exp
(
− Nε′2

8d2
Aj
φ4
max

)
(3.53)

Im letzten Schritt haben wir links ε′ = dAj ε gesetzt und damit auf der rechten Seite ε mit
ε′

dAj
ersetzt. Bei dem Term in der Wurzel handelt es sich um die Frobeniusnorm (vgl. A.2.3)

der Matrix [`CL(θ∗)]Aj − [ˆ̀CL(θ∗)]Aj .
Als nächstes versuchen wir, für die Frobeniusnorm mit dem minimalen Eigenwert von
∇2`CL(θ∗)Aj in Verbindung zu bringen. Zur Abkürzung der Notation definieren wir QAj =
∇2`CL(θ∗)Aj und Q̂Aj = ∇2 ˆ̀

CL(θ∗)Aj . Wir nutzen hier die Notation aus Definition 3.1.8.
Weiterhin definieren wir die Funktion vmin.

3.2.5 Definition. Sei V eine quadratische Matrix, dann sei die Funktion vmin(V ) :
Rd×d → Rd definiert als vmin(V ) = argminv:‖v‖2=1 v

TV v.

Damit lässt sich der minimale Eigenwert einer Matrix V als vmin(V )TV vmin(V ) schreiben.

Λmin(QAj ) = vmin(QAj )TQAjvmin(QAj )

Da vmin(QAj ) = argmin‖v‖=1 v
TQAjv gilt, kann für jeden anderen Vektor v mit ‖v‖2 = 1

der Term vTQAjv nur größer werden kann, somit auch für vmin(Q̂Aj ), was zu dem nächsten
Schritt führt.

≤ vmin(Q̂Aj )TQAjvmin(Q̂Aj )

= vmin(Q̂Aj )T Q̂Ajvmin(Q̂Aj ) + vmin(Q̂Aj )T (QAj − Q̂Aj )vmin(Q̂Aj )
(3.54)

= Λmin(Q̂Aj ) + vmin(Q̂Aj )T (QAj − Q̂Aj )vmin(Q̂Aj )

⇔ Λmin(Q̂Aj ) ≥ Λmin(QAj )− vmin(Q̂Aj )T (QAj − Q̂Aj )vmin(Q̂Aj )

Hier haben wir in (3.54) zuerst null addiert und dann nach Λmin(Q̂Aj ) umgestellt. Jetzt
nutzen wir aus, dass der maximale Eigenwert einer Matrix V : Λmax(V ) nach Courant-
Fischer definiert ist als max‖v‖2=1 v

TV v (vgl. A.2.1), dies bedeutet, dass v′TV v′ für einen
beliebigen Vektor v′ mit ‖v′‖2 = 1 nicht größer ist als Λmax(V ).

≥ Λmin(QAj )− Λmax(QAj − Q̂Aj )
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Der maximale Eigenwert einer quadratischen Matrix ist gleich dem maximalen Singulärwert
dieser Matrix. Der maximale Singulärwert wird auch als Spektralnorm bezeichnet, welche
kleiner ist als die Frobeniusnorm [24], was uns den Schritt zur nächsten Ungleichung
ermöglicht und einen Zusammenhang zu (3.53) bietet.

≥ Λmin(QAj )−

√√√√dAj∑
t=1

dAj∑
k=1

(
Q
Aj

t,k − Q̂
Aj

t,k

)2

⇔ Λmin(QAj )− Λmin(Q̂Aj ) ≤

√√√√dAj∑
t=1

dAj∑
k=1

(
Q
Aj

t,k − Q̂
Aj

t,k

)2
(3.55)

Fügen wir nun (3.55) in (3.53) ein:

P


√√√√√dAj∑
t=1

dAj∑
k=1

(
Q
Aj

t,k − Q̂
Aj

t,k

)2
≥ ε′

 ≤ 2d2
Aj

exp
(
− Nε′2

8d2
Aj
φ4
max

)

⇒P
(
Λmin(QAj )− Λmin(Q̂Aj ) ≥ ε′

)
≤ 2d2 exp

(
− Nε′2

8d2
Aj
φ4
max

)

⇔P
(
Λmin(Q̂Aj ) ≤ Λmin(QAj )− ε′

)
≤ 2d2

Aj
exp

(
− Nε′2

8d2
Aj
φ4
max

)
(3.56)

Wenn wir ε′ = 1
2 Λmin(QAj ) wählen und Cj = Λmin(QAj ) definieren, dann erhalten wir

P
(

Λmin(Q̂Aj ) ≤ 1
2Cj

)
≤ 2d2 exp

(
−

NC2
j

36d2φ4
max

)
. (3.57)

Definieren wir
Cmin = min

j∈{1,...,m}
Λmin

(
∇2`CL(θ∗)Aj

)
, (3.58)

da wir damit für alle j ∈ {1, . . . ,m} die gleiche Schranke

P
(

Λmin(Q̂Aj ) ≤ 1
2Cj

)
≤ 2d2 exp

(
− NC2

min

36d2φ4
max

)

aufstellen können.
Jetzt können wir die Bonferroni-Ungleichung über alle ∇2 ˆ̀

CL(θ∗)Aj mit j ∈ {1, ...,m}
anwenden.

P
(
∃j ∈ {1, . . .m} : Λmin

(
∇2 ˆ̀

CL(θ∗)Aj

)
≤ Cj

2

)
≤ 2md2 exp

(
− NC2

min

36d2φ4
max

)
(3.59)

Sei ρt definiert als ρt =
∑
j:t∈Bj

(
Λmin

(
∇2`CL(θ∗)Aj

))
und ρ̂t analog für die empirische

Log-Conditional-Likelihood-Funktion definiert als ρ̂t =
∑
j:t∈Bj

(
Λmin

(
∇2 ˆ̀

CL(θ∗)Aj

))
.

Mithilfe der Ungleichung (3.59) schließen wir auf

P
(
∃t ∈ {1, . . . , d} : ρ̂t ≤

ρt
2

)
≤ 2md2 exp

(
− NC2

min

36d2φ4
max

)
. (3.60)
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Da alle Λmin
(
∇2 ˆ̀

CL(θ∗)Aj

)
mit j ∈ {1, . . . ,m} mit einer gewissen Wahrscheinlichkeit

größer als Cj/2 sind, gilt die gleiche Wahrscheinlichkeit für alle Summen von diesen
minimalen Eigenwerten, denn damit die Summe ρ̂t kleiner ist als ρt/2, muss ein Summand
Ĉj existieren, der kleiner ist als Cj/2. Dies gilt nur, wenn es sich tatsächlich um eine Summe
von minimalen Eigenwerten handelt, weswegen ∀t ∈ {1, . . . , d} ∃j ∈ {1, . . . ,m} : t ∈ Bj
gelten muss. Mit diesen Erkenntnissen werden wir (3.52) fortsetzen und die gleichen
Umformungsschritte nutzten wie Bradley und Guestrin [4]:

1
2u

T
(
∇2 ˆ̀

CL(θ∗)
)
u ≥ 1

2

d∑
t=1

 ∑
j:ut∈uAj

Λmin

(
∇2 ˆ̀

CL(θ∗)Aj

)u2
t

In den Klammern steht nun die Definition von ρ̂t, sodass wir diese hiermit ersetzen können
und darauf (3.60) anwenden können.

= 1
2

d∑
t=1

ρ̂tu
2
t

≥ 1
2

d∑
t=1

1
2ρtu

2
t (3.61)

Wenn wir ρmin = mint∈{1,...,d} ρt definieren, dann können wir weiter abschätzen.

≥ 1
4ρmin

d∑
t=1

u2
t

≥ ρmin
4d ‖u‖

2
1 = ρmin

4d B2 . (3.62)

Dies gilt dann mit einer Wahrscheinlichkeit von mindestens 1 − 2md2 exp
(
− NC2

min
36d2φ4

max

)
,

wie es in (3.60) erkennbar ist.

3.2.6 Anmerkung (Zweiter Term). Die Herleitung für die Schranke des zweiten Terms
für den MCLE ist am kompliziertesten von den drei Termen. Nach ähnlichen Rechenschritten
wie beim MLE schon, stoßen wir in (3.53) auf das Problem, dass die Hessematrizen
∇2`CL(θ∗) und ∇2 ˆ̀

CL(θ∗) unterschiedlich sind und damit auch ihre Eigenwerte.
Bradley und Guestrin vergleichen an dieser Stelle die beiden Matrizen, um eine Schranke
für den minimalen Eigenwert zu finden. Beide Matrizen bestehen aus den Hessematrizen der
wahren, beziehungsweise empirischen, Log-Composite-Likelihood Komponenten, weswegen
der Unterschied zwischen den einzelnen Komponenten ∇2 ˆ̀

CL(θ∗)Aj und ∇2`CL(θ∗)Aj

betrachtet wird.
Der Vergleich zwischen der wahren und der empirischen Hessematrix der Komponenten ist
nötig, da wir eine Schranke wollen, die nicht von den spezifischen Daten in der Stichproben
abhängig ist, sondern nur von der Größe der Stichprobe. Der minimale Eigenwert der empi-
rischen Hessematrix kann außerdem null sein, dies liegt daran, dass eine minimale suffiziente
Statistik für den Zufallsvektor X nicht minimal ist, wenn ein Teil der Zufallsvariablen,
XAj durch Konstanten ersetzt wird. Für die Hessematrix der wahren Komponenten ist
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dies jedoch irrelevant, da dort durch den Erwartungswert über alle Realisierungen von X
aufsummiert wird, wie es in Beweis 2.4.9 erkennbar ist. Hier ist es wichtig, darauf zu achten,
dass für die minimalen Eigenwerte der Komponenten, die reduzierte Form der Hessematrix
verwendet werden muss, da sonst φBj nicht minimal ist, und damit der minimale Eigenwert
null.
Mithilfe der Hoeffding- und der Bonferroni-Ungleichung können wir eine Schranke für
die Frobeniusnorm der reduzierten Matrix ∇2`CL(θ∗)Aj −∇2 ˆ̀

CL(θ∗)Aj bestimmen (3.53).
Die Frobeniusnorm einer symmetrischen und quadratischen Matrix ist größer als der ma-
ximale Eigenwert, deswegen haben wir in (3.59) festgestellt, dass Λmin(∇2`CL(θ∗)Aj ) −
Λmin(∇2 ˆ̀

CL(θ∗)Aj ) ≤ Λmax(∇2`CL(θ∗)Aj−∇2 ˆ̀
CL(θ∗)Aj ) ≤ ‖∇2`CL(θ∗)Aj−∇2 ˆ̀

CL(θ∗)Aj‖F
gilt. Dafür haben wir die Courant-Fischer Definition des minimalen und maximalen Eigen-
wertes benutzt (vgl. A.2.1). Dieser Beweis stammt aus [26]. Diese Ungleichung konnten wir
nutzen, um sie in (3.53) einzusetzen und dadurch eine untere Schranke für eine einzelne
Komponente Λmin(∇2 ˆ̀

CL(θ∗)Aj ) mit j ∈ {1, . . . , d} zu finden, sodass die Wahrschein-
lichkeit in N steigt. Durch die Bonferroni-Ungleichung beschränken wir die minimalen
Eigenwerte der Komponenten. Und damit auch Summen über diese minimalen Eigenwerte,
wie ρt =

∑
Bj :t∈Bj

Λmin(∇2`CL(θ∗))Aj .
Solange ρt für alle t ∈ {1, . . . , d} nicht null ist, daher jede Dimension von φ durch die Log-
Composite-Likelihood abgedeckt ist, können wir mithilfe von (3.60) die untere Schranke für
den dritten Term herleiten (3.62). Dieser Teil der Beweises ist für MRFs beinahe identisch
zum Beweis von Bradley und Guestrin, ist jedoch durch die Menge an Ungleichungen, die
dafür verwendet wurden, am schwierigsten zu überblicken.
Die Bedingung, dass jede Dimension von dem Composite-Likelihood φ abgedeckt sein muss,
wird so in [4] nicht explizit erwähnt, muss jedoch auch dort gelten, damit ρmin nicht null
ist.

Dritter Term

Für den dritten Term von (3.45) müssen wir ∂
∂θs
∇2 ˆ̀

CL(θ) bestimmen. Dafür bestimmen
wir zuerst die Ableitungen ∂

∂θs
∇2 ˆ̀

CL(θ)k,t. Der Übersicht halber gilt in diesem Abschnitt
Eij [X] = EPθ(XAj

|xi
\Aj

)[X], sowie φBj (XAj ,x
i) = φj,i und φBj (XAj ,x

i)t = φj,it .

∂

∂θs
∇2 ˆ̀

CL(θ)k,t = 1
N

N∑
i=1

∑
j:t,k∈Bj

(
Eij [φ

j,i
k φ

j,i
t φ

j,i
s ] − Eij [φ

j,i
k φ

j,i
t ]Eij [φj,is ]

− Eij [φ
j,i
k ]Eij [φ

j,i
k φ

j,i
s ] + 2Eij [φ

j,i
k ]Eij [φ

j,i
k ]Eij [φj,is ]− Eij [φ

j,i
t ]Eij [φ

j,i
t φ

j,i
s ]
)

Wenn wir nun ∂
∂θs
∇2 ˆ̀

CL(θ) insgesamt betrachten, erhalten wir:

∂

∂θs
∇2 ˆ̀

CL(θ) = 1
N

N∑
i=1

∑
j:s∈Bj

(Eij [(φj,i)⊗φj,is ] + 2Eij [φj,is ]Eij [φj,i]⊗ − 2Eij [φj,is ]Eij [(φj,i)⊗]

− Eij [φj,i]Eij [φj,is φj,i]T − Eij [φj,is φj,i]Eij [φj,i]T ) (3.63)
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Da jetzt die dritte Ableitung bekannt ist, suchen wir nun für den dritten Term eine untere
Schranke in Abhängigkeit von B.

1
6

d∑
s=1

usu
T
(
∂

∂θs
∇2 ˆ̀

CL(θ)
)
u

= 1
6

d∑
s=1

usu
T

(
1
N

N∑
i=1

∑
j:s∈Bj

(Ei
j [(φj,i)⊗φj,i

s ] + 2E[φj,i
s ]Ei

j [φj,i]⊗ − Ei
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Die Summanden von ‖uBj‖31 sind eine Teilmenge der Summanden von ‖u‖31. Wenn ein
Index t existiert, der in mehreren Komponenten Bj vorkommt, dann reicht es für eine
untere Schranke aus, ‖u‖31 mit der maximalen Anzahl an Komponenten zu multiplizieren,
in denen der selbe Index vorkommt.

≥ 1
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N∑
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−Mmax‖u‖3
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3
max = −Mmax‖u‖3

1φ
3
max = −MmaxB

3φ3
max (3.65)

Somit haben wir eine untere Schranke für den dritten Term erhalten.

3.2.7 Anmerkung (Dritter Term). Die Herleitung der unteren Schranke für den drit-
ten Term für den MCLE ist sehr ähnlich zu der Herleitung des dritten Terms für den MLE.
Auch hier wird mehrfach die Hölder-Ungleichung angewendet, um eine untere Schranke
herzuleiten und auch hier wird, aus dem gleichen Grund wie beim MLE, im Gegensatz
zu Bradley und Guestrin die Jensen-Ungleichung nicht angewendet. Da es sich hier um
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eine Summe von Komponenten handelt, wäre ein einfacher Gedanke alle ‖uBj‖31 mit ‖u‖31
nach oben abzuschätzen und mit der Anzahl an Komponenten m zu multiplizieren. Da
jedoch die Summanden von allen ‖uBj‖31 mit j ∈ {1, . . . ,m} Teilmengen der Summanden
von ‖u‖31 sind, reicht es in (3.65) aus ‖u‖31 mit der Anzahl an Überschneidungen dieser
Mengen zu multiplizieren.

Schlussfolgerung

Wenn wir nun die unteren Schranken für die einzelnen Terme (3.47), (3.62), (3.65), (3.26)
in G(u) einfügen, erhalten wir für G(u) mit einer Wahrscheinlichkeit von mindestens

1− 2d exp
(
− β2N

8M2
maxφ

2
max

)
− 2md2 exp

(
− NC2

min

36d2φ4
max

)

eine untere Schranke. Diese Wahrscheinlichkeit entsteht durch die Nutzung der Bonferroni-
Ungleichung über die Wahrscheinlichkeiten, dass die Schranken (3.47) und (3.62) nicht
gelten. Bis zu dieser Stelle ist der Beweis beinahe identisch zu dem Beweis von Bradley und
Guestrin. Die Unterschiede sind nur entstanden durch die unterschiedliche Definition von
φmax und dadurch, dass wir für den dritten Term nicht die Jensen-Ungleichung anwenden.
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. (3.66)

Wie sich an dieser Schranke erkennen lässt, müssen damit G(u) > 0 gilt, B > 0 und

− (β + λ) + ρmin
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3
maxB

2 > 0 (3.67)

gelten. Als nächstes berechnen wir B, sodass (3.67) erfüllt ist:
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Genauso wie beim MLE möchten wir B möglichst klein wählen, jedoch soll G(u) > 0
weiterhin gelten. Aus diesen Grund orientieren wir uns an der unteren Schranke von B:
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< B (3.68)
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Wenn wir wollen, dass θ∗ − θ̂ bei steigender Stichprobengröße gegen null konvergiert, dann
müssen nach dieser Schranke β und λ gegen null konvergieren. Eine einfache Wahl für λ
ist wie beim MLE schon wN−γ mit w, γ ∈ R+ und wenn wir β wieder als ein einfaches
Polynom ersten Grades von λ definieren, dann wäre β = vN−γ mit v ∈ R+. Da es aber
auch wünschenswert wäre, wenn die Wahrscheinlichkeit gegen eins konvergieren würde,
gibt es Einschränkungen für β, weil es in der Wahrscheinlichkeit vorkommt:
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(3.69)

Der Term t1 konvergiert bei steigendem N gegen null und enthält keine weiteren unbelegten
Variablen, es muss also noch t2 gegen null konvergieren, damit (3.69) gegen eins konvergiert.
Dafür muss lim

N→∞
β2N = lim

N→∞
v2N−2γN = lim

N→∞
v2N1−2γ = ∞ gelten. Diese Bedingung

ist erfüllt, wenn γ < 1/2 gilt.
Auch hier müssen wir darauf achten, dass der Term unter der Wurzel
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gegeben.

Solange die Ungleichung für eine kleinste Stichprobengröße gilt, gilt sie auch für alle größeren
Stichprobengrößen. Genauso wie beim MLE wählen wir als kleinste Stichprobengröße
einfachheitshalber N = 1, auch wenn die untere Schranke für die Wahrscheinlichkeit dafür
negativ ist.

0 < v + w

Mmaxφ3
max

<
ρ2
min

82d2M2
maxφ

6
max

0 < v + w <
ρ2
min

82d2Mmaxφ3
max

⇒0 < v <
ρ2
min

82d2Mmaxφ3
max

v können wir mit l ∈ (0, 1) als
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definieren. Jetzt können wir w in Abhängigkeit von v wählen:

v + w <
ρ2
min

82d2Mmaxφ3
max

l
ρ2
min

82d2Mmaxφ3
max

+ w <
ρ2
min

82d2Mmaxφ3
max

⇔w < (1− l) ρ2
min

82d2Mmaxφ3
max



44 KAPITEL 3. STICHPROBENKOMPLEXITÄT VON MLE UND MPLE

Also definieren wir w mit a ∈ (0, 1) als

w = a(1− l) ρ2
min

82d2Mmaxφ3
max

(3.71)

Wenn wir nun (3.70) und (3.71) in (3.68) unter der Bedingung, dass λ = wN−γ und
β = vN−γ gilt
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, einfügen, dann erhalten wir:
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Als B können wir nun (3.73) wählen. Dann gilt bei λ < (1− l) ρmin
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mit einer Wahrscheinlichkeit von mindestens
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3.2.8 Anmerkung (PAC-Schranke). Genauso wie beim MLE überlegen wir in welchem
Bereich ‖u‖1 = B liegen muss, ausgehend von unsrer unteren Schranke für G, damit
G(u) > 0 gilt, sodass wir B, wie in Theorem 3.1.4 beschrieben, als eine Schranke für den
Fehler nutzen können. Um ein solches B zu finden, wird in (3.68) eine untere Schranke für B
aufgestellt, sodass diese Bedingung erfüllt ist. Es bleibt also nur, λ und β so zu wählen, dass
diese untere Schranke gültig ist, und sie bei steigendem N gegen null konvergiert, während
die Wahrscheinlichkeit gegen eins konvergiert. Dazu muss B etwas größer als diese untere
Schranke gewählt werden. Nach einigen Überlegungen wählen wir β = l

ρ2
min

82d2Mmaxφ3
max

N−γ

und λ < (1− l) ρ2
min
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N−γ . Hätten wir λ = (1− l) ρ2
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N−γ gewählt, dann
wäre die untere Schranke für B größer als die bisherige, weswegen wir diese als unser B
wählen können.
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Stichprobenkomplexität

Um die Stichprobenkomplexität zu erhalten, müssen wir die Stichprobengröße berechnen,
die nötig ist, damit ‖θ∗−θ̂‖1 ≤ ε mit einer Wahrscheinlichkeit von mindestens 1−δ gilt. Als
erstes berechnen wir γ in Abhängigkeit von δ. Da es schwierig ist, mit der Wahrscheinlichkeit
zu rechnen, vereinfachen wir sie zuerst:
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)
Diese Abschätzung gilt nur, wenn φmax ≥ 1 gilt. Wir können nun diese obere Schranke für
die Berechnung von γ verwenden.
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Als zweites berechnen wir N , sodass ‖θ∗ − θ̂‖1 < B ≤ ε gilt. Auch hier können wir die von
uns aufgestellte Schranke nicht gut verwenden, da wir wieder auf das gleiche Problem des
Quadrierens stoßen würden wie beim MLE. Aus diesem Grund nutzen wir die Schranke(
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weil wir schon beim MLE gezeigt haben, dass
(
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)
≤ N−γ gilt (3.38).
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Nun können wir γ aus (3.75) einfügen:
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Womit Theorem 3.2.2 bewiesen ist.

3.2.9 Anmerkung (Stichprobenkomlexität). Die Vorgehensweise zum Berechnen der
Stichprobenkomplexität des MCLE ist identisch zu der für den MLE, der einzige Unterschied
ist, dass zwei von unseren Schranken der Terme, eine Wahrscheinlichkeit haben zu scheitern.
Deswegen muss die gemeinsame Wahrscheinlichkeit in (3.2.1) vereinfacht werden und erst
danach die üblichen Schritte zur Berechnung durchgeführt werden.

3.2.2 Diskussion MCLE

Genauso wie beim MLE ist es das Ziel des Beweises, eine PAC-Schranke und eine Stich-
probenkomplexität herzuleiten. Die Struktur des Beweises ist ähnlich wie beim MLE,
auch hier haben wir eine Funktion G(u) definiert, die die gleichen Eigenschaften hat wie
beim MLE. Auch hier entstehen durch die Taylorformel drei Terme, für die eine untere
Schranke in Abhängigkeit von ‖u‖1 = B zu finden ist, damit wir B so wählen können,
dass G(u) > 0 gilt. Der größte Unterschied im Vergleich zu der Herleitung des MLE und
die größte Schwierigkeit ist, dass die Log-Composite-Likelihood aus einer Summe von
Likelihood-Komponenten besteht. Deswegen müssen wir bei jedem Term darauf achten,
dass wir über alle diese Komponenten summieren, um eine untere Schranke zu bestimmen.
Der zweite Term fordert dafür die meisten Überlegungen, welche in [4] nicht im Detail
beschrieben sind. Eine solche Überlegung ist die Nutzung des reduzierten Vektors φBj (vgl.
2.4.4). Diese ist wichtig, da die reduzierte Funktion φBj minimal ist, solange φ minimal ist
(vgl. 2.2.6), sodass die minimalen Eigenwerte der Hessematrizen der wahren reduzierten
Komponenten tatsächlich nicht null sind (siehe Beweis 2.4.9). Eine weitere Feststellung
ist, dass die Log-Composite-Likelihood alle Dimensionen von φ abdecken muss, damit die
Composite-Likelihood konsistent ist. Dies ist eine Bedingung damit dieser Beweis gültig ist.
Bradley und Guestrin stellen folgende Proposition auf:

3.2.10 Proposition. Wenn jede Zufallsvariable im Zufallsvektor in genau einer Kompo-
nente vorkommt, dann ist der MCLE konsistent.
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Wie beim Berechnen der unteren Schranke für den zweiten Term angemerkt ist (vgl.
(3.55)), ist es nur wichtig, dass alle Dimensionen von φ von der Log-Composite-Likelihood
abgedeckt sind. Dies ist der Fall, wenn jede Zufallsvariable in mindestens einer Komponente
vorkommt. Der Schätzer ist demnach auch konsistent, wenn eine Zufallsvariable in mehreren
Komponenten vorkommt.
Die Berechnung der PAC-Schranke läuft ähnlich wie beim MLE ab. Im Gegensatz zum MLE
haben diesmal jedoch zwei von unseren Schranken eine Wahrscheinlichkeit zu scheitern,
weswegen wir die Bonferroni-Ungleichung anwenden, um eine obere Schranke für die
Wahrscheinlichkeit aufzustellen, dass eine dieser Schranken scheitert. Basierend darauf
berechnen wir, mit den gleichen Überlegungen wie beim MLE, eine PAC-Schranke, die
nicht direkt zur Berechnung der Stichprobenkomplexität geeignet ist. Deswegen nutzen wir
eine obere Schranke der PAC-Schranke, wodurch ein ähnliches Resultat entsteht wie bei
Bradley und Guestrin.

3.3 Diskussion

Betrachten wir nun die Gemeinsamkeiten zwischen den Schranken für den MLE und den
MCLE. Beide Schranken hängen von den Werten Cmin und φmax ab. Der Wert φmax ist in
beiden Fällen der größte absolute Wert, den ein Eintrag im Vektor φ(X) annehmen kann.
Es wäre jedoch möglich, die minimale suffiziente Statistik φ mit dem Faktor 1/φmax zu
skalieren, wodurch der wahre Parameter θ∗ mit φmax skaliert wird, sodass φmax immer
eins ist. Die Wahrscheinlichkeitsverteilung würde sich so auch nicht ändern, da

〈 1
φmax

φ(X), φmaxθ〉 = 〈φ(X),θ〉

gilt. Der minimale Eigenwert Cmin ändert sich jedoch, sodass durch diese Umrechnung der
ehemalige Einfluss von φmax auch durch Cmin ausgedrückt wird.
Der Wert von Cmin ist jedoch für MCLE und MLE unterschiedlich definiert. Im Falle des
MCLE ist er definiert als Cmin = minj∈{1,...,m} Λmin(∇2`Aj (θ∗)) und im Falle des MLE
definiert als Cmin = Λmin(∇2`L(θ∗)).
An beiden Schranken lässt sich gut erkennen, dass die Stichprobenkomplexität für die
jeweilig definierten Cmin kleiner ist, je größer Cmin ist. Es stellt sich jedoch das Problem,
dass beide Definitionen vom - unter realen Umständen unbekannten - wahren Parameter
θ∗ abhängen. Und obwohl Cmin > 0 gilt, kann der Wert beliebig klein sein. Die Schranken
in [4] und [26] nutzen jedoch auch diesen Parameter. Ein weiterer Nachteil ist, dass der
Regularisierungsparameter für MLE und MCLE so gewählt werden musste, dass der Beweis
an den Stellen (3.67) und (3.28) funktioniert. Es wäre wünschenswerter eine Schranke zu
erhalten, die von einem frei wählbaren λ abhängt.
Betrachten wir weiter den Wert der berechneten Stichprobenkomplexität des MLE. Es lässt
sich feststellen, dass laut ihr die Anzahl an Stichproben, die benötigt werden sehr hoch ist.



48 KAPITEL 3. STICHPROBENKOMPLEXITÄT VON MLE UND MPLE

Sei zum Beispiel d = 21, Cmin = 0, 01, l = 1/2 und φmax = 1. Der Wert von φmax und von
d entspricht einem binären Zufallsvektor mit einem 3× 3-Gittergraphen als MRF. Wenn
wir einen Fehler von ε = 21 mit einer Wahrscheinlichkeit von 1− δ = 0, 67 erhalten wollen,
dann bräuchten wir 6203305 Stichproben. Diese Anzahl an Stichproben scheint für ein
so kleines Modell und einen relativ großen Fehler unrealistisch. Deswegen werden wir in
synthetischen Experimenten diese Vermutung prüfen.



Kapitel 4

Experimente

In diesem Kapitel betrachten wir einige synthetische Experimente, um unsere Schranken
zu prüfen. Für die Experimente benutzen wir quadratische Gittergraphen der Größen
n = 4, n = 9, n = 16.

(a) 2× 2 -Gitter (b) 3× 3 -Gitter (c) 4× 4 -Gitter

Abbildung 4.1: Beispiel Gittergraphen

Diese kleinen Größen werden gewählt, da die Größe ihres Zustandsraums mit 24, 29 und 216

noch klein ist, und die Berechnung des MLE möglich. Weiterhin beschränken wir uns auf
Ising-Modelle, binäre MRFs, da für diese die minimale suffiziente Statistik φ(X) bekannt
ist [28].

P(x) = exp

∑
s∈V

θsxs +
∑

(s,t)∈E
θstxsxt −A(θ)

 (4.1)

Obwohl der Regularisierungsparameter laut PAC-Schranke nicht null sein soll, dafür aber
beliebig nah an null, wurde zur Vereinfachung der Experimente keine Regularisierung
verwendet. Zur Anlehnung an [4] wurde l = 1/2 für die Schranke gewählt.
Wir haben für jede Gittergröße zufällig gleichverteilt Parametervektoren θ aus [−5, 5]d

gewählt und die Hessematrix, so wie sie in (3.18) beschrieben ist, bestimmt. Daraufhin
haben wir den dazugehörigen minimalen Eigenwert berechnet. Dies haben wir solange
wiederholt, bis wir 500 Parametervektoren hatten, deren minimale Eigenwerte über das
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Intervall (10−8, 10−3) spannen. Danach wurden für jedes Modell und jeden Parameter
10000 Strichproben gezogen. Diese nutzen wir um für verschiedene Stichprobengrößen die
L1-Abweichung zwischen dem wahren θ∗ und dem von MLE bzw. dem MPLE bestimmten
θ̂ zu berechnen. Das ziehen der Stichproben, sowie die Schätzung des MLE und MPLE
werden mithilfe von der PX-Software1 berechnet.

Der MLE und der MPLE von MRFs existieren häufig nicht in geschlossener Form, dies
bedeutet, dass ein Optimierungsverfahren notwendig ist, um diese Werte zu berechnen. Die
Log-Likelihood ist, wie wir sie definiert haben, konvex und ihr Minimum ist der MLE. Das
Minimum einer konvexen Funktion befindet sich an der Stelle, wo der Gradient null ist.
Ein mögliches Optimierungverfahren zur bestimmung des Punktes an dem der Gradient
null ist, ist der Gradientenabstieg. Dabei wird der Parameter iterativ mit einer bestimmten
Schrittweite in Richtung des negativen Gradienten angepasst, sodass nach einer endlichen
Anzahl an Iterationen der Parameter, wo der Gradient null ist gefunden wird. Eine weitere
Version des Gradientenabstiesverfahrens ist der beschleunigte Gradientenabstieg von Nesto-
rov, bei dem die Schrittweite bei jeder Iteration angepasst wird, sodass weniger Iterationen
notwendig sind [27]. Die PX-Software nutzt den beschleunigten Gradientenabstieg. Für
diese Experimente wurden tausend Iterationen dieser Methode durchgeführt, da danach
kein Unterschied im Gradienten mehr bemerkbar war.

4.1 MLE

Als erstes betrachten wir den l1-Fehler des MLE aus unseren Schätzungen, in Abhängigkeit
von der Stichprobengröße N und vergleichen ihn mit dem Fehler, den unsere Schranke
für diese Stichprobengröße beschreiben würde. Dafür haben wir die Stichprobengrößen
{10, 25, 50, 75, 100, 250, 500, 750, 1000, 2000, 3000, 4000, 5000, 6000, 7000, 8000, 9000, 10000}
gewählt und für jeden Parametervektor und jede dieser Stichprobengrößen den MLE be-
stimmt. Da es sich um 500 Parametervektoren mit unterschiedlichen Cmin handelt die alle
einen unterschiedlichen Fehler und unterschiedliche Schranken aufweisen, ist der Fehler in
Form eines Boxplots dargestellt.

1https://randomfields.org
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Abbildung 4.2: Beispiel Boxplot

Der Kasten eines Boxplots beinhaltet 50% der Datenpunkte, sodass die obere Grenze
des Kastens das obere Quartil Q3 und die untere Grenze das untere Quartil Q1 darstellt,
während der gelbe Strich im Kasten den Median darstellt. Die Antennen reichen bis zu den
minimalen und maximalen Datenpunkt, solange diese innerhalb von Q3 + (Q3 −Q1)1.5
beziehungsweise Q1 − (Q3 −Q1)1.5 liegen. Wenn der minimale oder maximale Datenpunkt
außerhalb dieser Reichweite liegt, dann ist er als Ausreißer mit dem Zeichen + über
beziehungsweise unter der Antenne gekennzeichnet.

Die x- und y-Achsen aller folgenden Grafiken logarithmische skaliert.
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Abbildung 4.3: l1-Fehler des MLE über 500 Parameter in Abhängigkeit von der Stichprobengröße
bei dem 2× 2 -Gitter in log-log-scale.
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Abbildung 4.4: l1-Fehler des MLE über 500 Parameter in Abhängigkeit von der Stichprobengröße
bei dem 3× 3 -Gitter in log-log-scale.
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Abbildung 4.5: l1-Fehler des MLE über 500 Parameter in Abhängigkeit von der Stichprobengröße
bei dem 4× 4 -Gitter in log-log-scale.

Dadurch, dass die Parametervektoren so gewählt wurden, dass ihre dazugehörigen Cmin
gleichmäßig über ein Intervall verteilt sind, sieht der Boxplot für die obere Schranke
sehr gleichmäßig aus. Die Varianz, die durch die Antennen erkennbar ist, ist durch die
logarithmische Skalierung verzehrt, sodass die Abweichung nach unten größer erscheint
als nach oben, obwohl dies nicht unbedingt der Fall ist. Dafür lässt sich mithilfe dieser
Skalierung der Zusammenhang zwischen der Schranke und dem Schätzer erkennen.
Es lässt sich hier jedoch trotzdem an der y-Achse erkennen, dass der Fehler für die
empirischen Schätzungen deutlich kleiner ist als der Fehler den wir erhalten, wenn wir die
Stichprobenkomplexität 3.1.2 nach dem Fehler ε umstellen.
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Da die Stichprobenkomplexität vom minimalen Eigenwert der Hessematrix der Log-
Likelihood Cmin abhängt, betrachten wir diese Abhängigkeit auf unseren empirischen
Daten.
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(b) l1-Fehler-Schranke für die Wahrscheinlichkeit
1− δ = 0.67

Abbildung 4.6: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 2× 2 -Gitter in log-log-scale.
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Abbildung 4.7: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 3× 3 -Gitter in log-log-scale.
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(b) l1-Fehler-Schranke für die Wahrscheinlichkeit 1−δ =
0.67

Abbildung 4.8: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 4× 4 -Gitter in log-log-scale.

Für jede Gittergröße sind zwei Diagramme nebeneinander zu sehen. Auf der linken Seite
ist der l1-Fehler des MLE bei einer Stichprobengröße von N = 10000 in Abhängigkeit von
Cmin für jeden Parametervektor als Punkt zu sehen. Auf der rechten Seite ist der Fehler,
für die Wahrscheinlichkeit 1− δ = 0.67 und l = 1/2, aus der Schranke zu sehen.

Es lässt sich erkennen, dass der Fehler durch die Maximum-Likelihood, den wir aus den
synthetischen Daten berechnet haben, und die Fehler-Schranke weit voneinander entfernt
sind. Der l1-Fehler aus den Daten ist deutlich niedriger als die Schranke, aber das Verhalten
bezüglich Cmin ist tatsächlich ähnlich.

4.2 MPLE

Für den MPLE ist jede Zufallsvariable im Zufallsvektor eine Komponente. Dadurch,
dass in der minimalen Statistik von Ising-Modellen für jeden Knoten es einen Eintrag
gibt, sodass ρt = Λmin(∇2 ˆ̀

CL(θ∗)t) gilt, sind ρmin und Cmin gleich. Deswegen ist die
Stichprobenkomplexität in diesem Fall nur von Cmin abhängig. Auf Grund der anderen
Definition von Cmin (vgl. (3.58)) für den MPLE, wurde Cmin gemäß dieser Definition für
alle Parametervektoren neu berechnet.

Die Experimente sind ähnlich zu denen bei der Betrachtung des MLEs, mit identischen
Parameterverktoren und verwendeten Daten, sowie δ und l. Die neu berechneten Cmin

lagen auch auf einem ähnlichen Intervall.
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Abbildung 4.9: l1-Fehler des MPLE über 500 Parameter in Abhängigkeit von der Stichprobengröße
bei dem 2× 2 -Gitter in log-log-scale.
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Abbildung 4.10: l1-Fehler des MPLE über 500 Parameter in Abhängigkeit von der Stichproben-
größe bei dem 3× 3 -Gitter in log-log-scale.
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Abbildung 4.11: l1-Fehler des MPLE über 500 Parameter in Abhängigkeit von der Stichproben-
größe bei dem 4× 4 -Gitter in log-log-scale.

Auch beim MPLE können wir beobachten, dass der Fehler deutlich kleiner ist als die berech-
nete Schranke andeutet. Obwohl der Fehler kleiner ist, scheint er jedoch in Abhängigkeit
von N , vor allem für das 3× 3- und 4× 4-Gitter langsamer zu fallen als die Schranke.
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Abbildung 4.12: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 2× 2 -Gitter in log-log-scale.
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Abbildung 4.13: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 3× 3 -Gitter in log-log-scale.
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Abbildung 4.14: Vergleich zwischen dem l1-Fehler über 500 Parameter in Abhängigkeit von Cmin
bei einer Stichprobengröße von N = 10000 für die 4× 4 -Gitter in log-log-scale.

Auch hier lässt sich ein deutlicher Zusammenhang zwischen dem minimalen Eigenwert
und dem l1-Fehler erkennen. Wenn die Boxplots bei N = 10000 für den MPLE betrachtet
werden, dann lässt sich erkennen, dass die Antennen sehr weit nach unten reichen. An den
Grafiken nach Cmin ist erkennbar, dass dies die Parametervektoren sind, deren Hessematrix
einen größeren minimalen Eigenwert haben.
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4.3 Vergleich

Im Vergleich der MPL-Schätzung und der ML-Schätzung, ist auffällig, dass der MPLE für
kleinere Stichproben einen deutlich größeren Fehler aufweist.
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Abbildung 4.15: Vergleich 3× 3 -Gitter

Weiterhin lässt sich feststellen, dass der Median des MPLE in Abhängigkeit vonN langsamer
sinkt. Der Unterschied zwischen dem Fehler für die unterschiedlich großen Modelle ist für
dem MPLE auch deutlich größer als beim MPLE. Während der l1-Fehler des MLE im
Median für eine Stichprobengröße von 10000, für das 2× 2-Gitter bei ca. 4, das 3× 3-Gitter
bei ca. 11 und das 4 × 4-Gitter bei ca. 21 liegt, liegt dieser Median beim MPLE in der
gleichen Ordnung bei ungefähr 7, 68 und 329. Die höhere Effizienz des MLE ist deutlich
erkennbar.
Weiterhin ist der MPLE für diese Experimente von der Laufzeit langsamer als der MLE,
da die Zustandsräume dieser Ising-Modelle klein sind und die Partitionsfunktion für
jeden Parametervektor nur ein Mal berechnet werden muss. Bei dem MPLE hängen die
Partitionsfunktionen der Komponenten von der Stichprobe ab, sodass sie für jede Stichprobe
neu berechnet werden müssen. Die Laufzeit des MPLE hängt weniger vom Zustandsraum
und mehr von der Stichprobengröße ab. Dadurch, dass der Zustandsraum in unseren
Experimenten klein ist, liefert der MPLE keinen Vorteil bezüglich der Laufzeit. Für größere
Modelle ist dies nicht der Fall.
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Fazit

In dieser Arbeit wurde der Beweis aus [4] aufgearbeitet und auf MRFs angewendet. Dadurch
wurde eine PAC-Schranke und eine Schranke für die Stichprobenkomplexiät für den regula-
risierten MLE und den regularisierten konsistenten MCLE aufgestellt. Beide Schranken
gelten für Exponentialfamilien in minimaler Darstellung. Der Großteil des Beweises bleibt,
im Vergleich zu [4] unverändert, es werden jedoch einige Details genauer erklärt.
Die PAC-Schranken von Bradley und Guestrin lassen sich zum Ende des Beweises durch
andere Überlegungen und durch die Wahl eines kleineren Regularisierungsparameters
λ verbessern, diese Verbesserung kann jedoch nicht genutzt werden um eine bessere
Stichprobenkomplexität zu berechnen. Deswegen sind sich die Stichprobenkomplexitäten
sehr ähnlich.
Die Stichprobenkomplexität des MLE ist kleiner als die des MPLE, was an der größe-
ren Wahrscheinlichkeit der PAC-Schranke und den unterschiedlichen Parametern Cmin

liegt, wobei Cmin für den MLE als Λmin(∇2`L(θ∗)) definiert ist und für den MCLE als
minj∈{1,...,m}∇2`CL(θ∗)Aj definiert ist. Beide Cmin hängen von dem wahren Parameter θ∗

ab und sind somit unter realen Umständen nicht bekannt. Dies ist das größte Problem des
Beweises und der Grund warum nur synthetische Experimente zum Prüfen der Schranke
möglich sind. Ein weiteres Problem ist, dass der Regularisierungsparameter λ für die
Gültigkeit der PAC-Schranke sehr begrenzt ist.
In den Experimenten wurden Ising-Modelle benutzt, um die Schranken mit dem Fehler
des, aus den synthetischen Daten resultierenden, Schätzers zu vergleichen. Ising-Modelle
haben den Vorteil, dass die minimale suffiziente Statistik bekannt ist.
Es ist aus den Experimenten erkennbar, dass eine deutlich kleinere Anzahl an Daten für
die ausgewählten kleinen Modelle reicht, um einen hinreichend kleinen Fehler zu erzielen,
als die Schranke vorgibt. Die Abhängigkeit des Fehlers von Cmin konnte für den MLE und
MPLE, genauso wie bei Bradley und Guestrin, auch in den synthetischen Experimenten
erkannt werden.
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Anhang A

Weitere Informationen

A.1 Weitere genutzte Sätze und Definitionen derWahrschein-
lichkeitstheorie

A.1.1 Theorem (Bonferroni-Ungleichung [12]). Seinen Ei, mit i ∈ 1, ..., n beliebige
Ereignisse in einem Wahrscheinlichkeitsraum, dann gilt

P(
n⋃
i=1

Ei) ≤
n∑
i=1

P(Ei) . (A.1)

A.1.2 Theorem (Hoeffding Ungleichung [14]). Seien X1, ..., XN unabhängige Zufalls-
variablen und X = 1

N (X1+...+XN ). Sei der Wert jeder Zufallsvariable Xi mit i ∈ {1, ..., N}
durch das Intervall [ai, bi] begrenzt, dann gilt

P(|X − E[X]| ≥ t) ≤ 2 exp
(
− 2n2t2∑N

i=1(bi − ai)2

)
(A.2)

A.1.3 Definition (Erwartungstreue[12]). Ein Schätzer θ̂N von θ über N Realisierun-
gen einer Zufallsvariable X wird erwartungstreu genannt, wenn E(θ̂N ) = θ∗. Wobei θ∗

den Parameter der Verteilung bezeichnet, aus der die N Realisierungen erzeugt wurden.

A.1.4 Definition (Konsistenz [12]). Ein Schätzer θ̂N von θ∗ über N Beobachtungen
einer Zufallsvariable X wird konsistent genannt, wenn bei wachsendem N θ̂N gegen θ∗

konvergiert.
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A.2 Mathematische Grundlagen

A.2.1 Eigenwerte

A.2.1 Theorem (Satz von Courant-Fischer [15]). Sei A ∈ Rn×n eine symmetrische
Matrix mit den Eigenwerten λ1 ≤ λ2 ≤ · · · ≤ λn und sei Sk mit k ∈ {1, 2, . . . , n} die
Menge aller k-dimensionaler Untervektorraum von Rn×n, dann gilt für k ∈ {1, 2, . . . , n}

λk = min
S∈Sk

max
x:0 6=x∈S

〈x,Ax〉
〈x, x〉

= max
S:S∈Sn−k+1

min
x:0 6=x∈S

〈x,Ax〉
〈x, x〉

(A.3)

Dies bedeutet für k = 1:

λ1 = min
x 6=0

xTAx

〈x, x〉

Und für k = n:

λn = max
x 6=0

xTAx

〈x, x〉

Da 〈x, x〉 = ‖x‖22 = ‖x‖2‖x‖2 gilt, können im Zähler x und xT durch ‖x‖2 geteilt werden,
weswegen maxx 6=0

xTAx
〈x,x〉 = max‖x‖2=1 x

TAx und minx6=0
xTAx
〈x,x〉 = min‖x‖2=1 x

TAx geschrie-
ben werden kann.

A.2.2 Normen

A.2.2 Theorem (Hölder-Ungleichung [15]). Für alle messbaren Funktionen f, g und
für alle p, q ∈ R mit 1

p + 1
q = 1 gilt

‖fg‖1 ≤ ‖f‖p‖g‖q , (A.4)

mit einer Gleichheit nur wenn |f |p und |g|q linear von einander abhängig sind.

A.2.3 Definition (Frobeniusnorm [24]). Sei A ∈ Rn×m mit n,m ∈ N eine Matrix,
dann ist die Frobeniusnorm ‖A‖F der Matrix A definiert als

‖A‖F =

√√√√ n∑
i=1

m∑
j=1

A2
ij (A.5)
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A.3 Ableitungen

A.3.1 Log-Likelihood

Erste Ableitung

Jeder Eintrag im Gradient an der Stelle t ∈ 1, ..., d ist ∇[ˆ̀L(θ)]t = ∂
∂θt

ˆ̀
L(θ):

∂

∂θt
ˆ̀
L(θ) = ∂

∂θ

1
N

N∑
i=1

(
−〈θ, φ(xi)〉+A(θ)

)

= 1
N

N∑
i=1

(
−φ(xi)t + ∂

∂θi
A(θ)

)

= 1
N

N∑
i=1

(
−φ(xi)t + ∂

∂θt
log(

∑
x

exp(〈θ, φ(x)〉)
)

= 1
N

N∑
i=1

(
−φ(xi)t + 1

(
∑
x exp(〈θ, φ(x)〉)

(∑
x

exp(〈θ, φ(x)〉)φ(x)t

))

= 1
N

N∑
i=1

(
−φ(xi)t + Eθ

[
φ(Xj)t

])

= 1
N

N∑
i=1
−φ(xi)t + Eθ [φ(X)t]

Zweite Ableitung

∂

∂θtθk
ˆ̀
L(θ) = ∂

∂θk

1
N

N∑
i=1

(
−xit + Eθ [φ(X)t]

)

= 1
N

N∑
i=1

(
∂

∂θk

∑
x

exp(〈θ, φ(x)〉 −A(θ))φ(x)t

)

= 1
N

N∑
i=1

(∑
x

exp(〈θ, φ(x)〉 −A(θ))φ(x)t(φ(x)k − Eθ[φ(X)k])
)

= 1
N

N∑
i=1

(∑
x

exp(〈θ, φ(x)〉 −A(θ))(φ(x)tφ(x)k)− Eθ[φ(X)t]E[φ(X)k])
)

= 1
N

N∑
i=1

(Eθ[φ(X)tφ(X)k]− Eθ[φ(X)t]Eθ[φ(X)k])

= Eθ[φ(X)tφ(X)k]− Eθ[φ(X)t]Eθ[φ(X)k]
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Dritte Ableitung

∂

∂θs
∇2 ˆ̀

L(θ)t,k = ∂

∂θs

(
Eθ[φ(X)tφ(X)k]− Eθ[φ(Xj)t]Eθ[φ(X)k]

)
= ∂

∂θs

(∑
x

exp(〈θ, φ(x)〉 −A(θ))φ(x)rφ(x)k − Eθ[φ(X)t]Eθ[φ(X)k]
)

=
∑
x

(exp(〈θ, φ(x)〉 −A(θ))(φ(x)s − Eθ[φ(X)s])φ(x)tφ(x)k)

− Eθ[φ(X)t] (Eθ[φ(X)kφ(X)s]− Eθ[φ(X)k]E[φ(X)s])

− Eθ[φ(X)k] (Eθ[φ(X)tφ(X)s]− Eθ[φ(X)t]Eθ[φ(X)s])

=Eθ[φ(X)sφ(X)kφ(X)t]− Eθ[φ(X)kφ(X)t]Eθ[φ(X)s]

+ 2Eθ[φ(X)s]Eθ[φ(X)k]Eθ[φ(X)t]

− Eθ[φ(X)t]Eθ[φ(X)kφ(X)s]− Eθ[φ(X)k]Eθ[φ(X)tφ(X)s] (A.6)

Für ∂
∂θs
∇2 ˆ̀

L(θ) gilt nun:

∂

∂θs
∇2 ˆ̀

L(θ) =Eθ[φ(X)sφ(X)⊗]− Eθ[φ(X)⊗]Eθ[φ(X)s] + 2Eθ[φ(X)s]Eθ[φ(X)]⊗

− Eθ[φ(X)]Eθ[φ(X)φ(X)s]T − Eθ[φ(X)φ(X)s]Eθ[φ(x)]T (A.7)

A.3.2 Log-Composite-Likelihood

Erste Ableitung

∂

∂θt
ˆ̀
CL(θ) = 1

N

N∑
i=1

m∑
j=1

∂

∂θt

−〈θBj , φBj (xi)〉) + log

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)




= 1
N

N∑
i=1

m∑
j=1

−φBj (xi)t +
∂
∂θt

(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)

(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)



= 1
N

N∑
i=1

∑
j:t∈Bj

−φ(xi)t +

∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)φ(x′Aj
,xi\Aj

)t(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)


= 1
N

N∑
i=1

∑
j:t∈Bj

(
−φ(xi)t + EPθ(X′Aj

|xi
\Aj

)[φBj (X ′Aj
,xi\Aj

)t]
)
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Zweite Ableitung

∂

∂θtθk
ˆ̀
CL(θ)

= 1
N

N∑
i=1

∂

∂θk

∑
j:θt∈θBj

(
−φ(xi)t + EPθ(X′Aj

|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)t]
)

= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
∂

∂θk
− φ(xi)t + ∂

∂θk
EPθ(X′Aj

|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)t]
)

= 1
N

N∑
i=1

∑
j:t,k∈Bj

∂

∂θk

∑
x′Aj

(
exp(〈θBj , φBj (x′Aj

,xi\Aj
)〉)φ(x′Aj

,xi\Aj
)t
)

(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)

An dieser Stelle nutzen wir die Produktregel und führen zum verkürzen der Formeln die
Notation φ(i)(xAj ) = φBj (xAj ,x

i
\Aj

) ein.

= 1
N

N∑
i=1

∑
j:t,k∈Bj


∑
x′Aj

(
exp(〈θBj , φ

(i)(x′Aj
)〉)φ(i)(x′Aj

)kφ(i)(x′Aj
)t
)

(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)

−

∑
x′Aj

(
exp(〈θBj , φ

(i)(x′Aj
)〉)φ(i)(x′Aj

)t
)

(∑
x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)2

∑
x′Aj

exp(〈θBj , φ
(i)(x′Aj

)〉)φ(i)(x′Aj
)k



= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
EPθ(X′Aj

|xi
\Aj

)[φ(XAj ,x
i
\Aj

)kφ(XAj ,x
i
\Aj

)t]

−

∑
x′Aj

exp(〈θBj , φ
(i)(x′Aj

)〉)φ(i)(x′Aj
)t(∑

x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)
∑
x′Aj

exp(〈θBj , φ
(i)(x′Aj

)〉)φ(i)(x′Aj
)k(∑

x′Aj

exp(〈θBj , φBj (x′Aj
,xi\Aj

)〉)
)


= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
EPθ(X′Aj

|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)kφ(X ′Aj
,xi\Aj

)t]

−EPθ(X′Aj
|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)k]EPθ(X′Aj
|xi
\Aj

)[φ(X ′Aj
,xi\Aj

)t]
)

(A.8)

Dritte Ableitung

∂

∂θs
∇2 ˆ̀

CL(θ)k,t =

∂

∂θs

1
N

N∑
i=1

∑
j:t,k∈Bj

(
Eij [φ(XAj ,x

i
\Aj

)kφ(XAj ,x
i
\Aj

)t]− Eij [φ(XAj ,x
i
\Aj

)k]Eij [φ(XAj ,x
i
\Aj

)t]
)
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Da die Ableitung von Eij [φ(XAj ,x
i
\Aj

)k] durch vorherige Berechnungen schon bekannt
ist (A.8), können wie die Ableitung für Eij [φ(XAj ,x

i
\Aj

)kφ(XAj ,x
i
\Aj

)t] daraus herleiten
und für den Term Eij [φ(XAj ,x

i
\Aj

)k]Eij [φ(XAj ,x
i
\Aj

)t] kann einfach die Produktregel
benutzt werden. Weiterhin werden wir von hier aus wieder die abgekürzte Notation
φ(i)(XAj ) = φBj (XAj ,x

i
\Aj

) nutzen.

= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
Eij [φi(XAj )kφi(XAj )tφi(XAj )s] − Eij [φi(XAj )kφi(XAj )t]Eij [φi(XAj )s]

− (Eij [φi(XAj )k](Eij [φi(XAj )kφi(XAj )s]− Eij [φi(XAj )k]Eij [φi(XAj )s])

+ Eij [φi(XAj )t](Eij [φi(XAj )tφi(XAj )s]− Eij [φi(XAj )t]Eij [φi(XAj )s]))
)

= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
Eij [φi(XAj )kφi(XAj )tφi(XAj )s] − Eij [φi(XAj )kφi(XAj )t]Eij [φi(XAj )s]

− Eij [φi(XAj )k]Eij [φi(XAj )kφi(XAj )s] + Eij [φi(XAj )k]Eij [φi(XAj )k]Eij [φi(XAj )s]

− Eij [φi(XAj )t]Eij [φi(XAj )tφi(XAj )s] + Eij [φi(XAj )t]Eij [φi(XAj )t]Eij [φi(XAj )s]
)

= 1
N

N∑
i=1

∑
j:t,k∈Bj

(
Eij [φi(XAj )kφi(XAj )tφi(XAj )s] − Eij [φi(XAj )kφi(XAj )t]Eij [φi(XAj )s]

− Eij [φi(XAj )k]Eij [φi(XAj )kφi(XAj )s] + 2Eij [φi(XAj )k]Eij [φi(XAj )k]Eij [φi(XAj )s]

− Eij [φi(XAj )t]Eij [φi(XAj )tφi(XAj )s])
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