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Vor dem Hintergrund eines steigenden Wettbewerbsdrucks ist das An-
gebot qualitativ hochwertiger Produkte ein wesentlicher Erfolgsfaktor
zur langfristigen Sicherung von Wettbewerbsvorteilen. Die Sicherstel-
lung fehlerfreier Produkte durch umfassende Qualitatspriifungen ist da-
her unerlasslich. Da die Qualitatsprifung durch ihren hohen Prifauf-
wand zum Engpass des Produktionssystems werden kann, stellt dieser
Beitrag eine Methodik vor, wie durch den Einsatz Data Mining-basierter
Qualitatsprognosen die Qualitatsprifung entlastet und somit die Produk-
tivitat des Produktionssystems gesteigert werden kann.

1. Einleitung

Im Spannungsfeld von Zeit, Kosten und Qualitat sehen sich produzie-
rende Unternehmen einem stetig steigenden Wettbewerbsdruck ausge-
setzt. Das Angebot qualitativ hochwertiger Produkte kann dabei einen
wesentlichen Wettbewerbsvorteil bedeuten, sodass eine umfassende
Qualitatsprufung der Fertigprodukte haufig unerlasslich ist.

Am Beispiel der Qualitatsprifung in der Grol3serienproduktion von In-
jektoren wird ersichtlich, dass diese unter den besonderen Herausfor-
derungen einer sehr hochfrequenten Priifung und einem erheblichen
Prufaufwand zum Engpass des Produktionssystems werden kann. Nach
Roser et al. (2015) verfiigt jedes Gesamtsystem Uber mindestens eine
Ressource, welche die Leistung des Systems begrenzt und den Eng-
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pass darstellt. Um die Kapazitat zu erhdhen und einen moglichen Eng-
pass zu beseitigen, kénnen verschiedene MalRnahmen ergriffen wer-
den. Diese umfassen die Parallelisierung von Ablaufen, die sequentielle
Aufteilung, Automatisierung sowie Duplizierung von Prozessen. Im Hin-
blick auf den heutigen Stand der Technik der Qualitatsprifung in der
Injektorfertigung zeigt sich jedoch, dass das Potenzial dieser Maf3nah-
men zur Engpassbeseitigung bereits ganzlich erschlossen oder nur be-
grenzt auszuschopfen ist, da die MalRnahmen mitunter mit erheblichen
Investitionskosten verbunden sind. Es gilt daher, neue Methoden zu er-
schlieRen, welche unter Einsatz moderner Informations- und Kommuni-
kationstechnologien, datengetriebene Prozessoptimierungen und Stra-
tegien zur Engpassentlastung ermdglichen. Durch das Industrial Inter-
net of Things wird hierbei die Nutzung von Sensordaten ermdglicht und
es bieten sich Potenziale zur Effizienzsteigerung lernender Verfahren,
um diese echtzeitnah in Produktions- und Prifprozesse integrieren zu
kénnen.

Der Einsatz von Data Mining im industriellen Produktionsumfeld bietet
erhebliches Potenzial fur die Erarbeitung und Implementierung von Stra-
tegien zur Optimierung von Produkten und Produktionsprozessen (vgl.
Eickelmann et al. 2015a). Durch den Einsatz Uberwachter und uniiber-
wachter Lernverfahren des Data Mining werden auf Modellen basie-
rende Analysen ermdglicht. Durch die Anwendung statistischer Metho-
den kdnnen in strukturierten und unstrukturierten Datenbestanden Mus-
ter identifiziert werden, um bisher unbekanntes Wissen und Gesetzma-
Rigkeiten aus den Daten zu extrahieren (Hastie et al. 2009; Fayyad et
al. 1996). Dies befahigt zur Entwicklung von Prognosemodellen fir die
datenbasierte und rechnergestiitzte Vorhersage zukinftiger Ereignisse
und Auswirkungen (Eickelmann et al. 2015b).

Zur strukturierten Durchfiihrung von Data Mining-Projekten hat sich das
branchenibergreifende Prozessmodell des CRISP-DM (Cross Industry
Standard Process for Data Mining) (Chapman P. et al. 2000) als Indust-
riestandard etabliert. Der CRISP-DM setzt sich aus sechs iterativen
Phasen zusammen:

1. Business Understanding (Prozessverstandnis)
2. Data Understanding (Datenverstandnis)

3. Data Preparation (Datenvorverarbeitung)

4. Modeling (Modellierung)
5

Evaluation (Evaluierung)
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6. Deployment (Bereitstellung)

Dieser Beitrag prasentiert Ansatze zur Entwicklung von Strategien zur
Engpassentlastung in der Qualitatsprifung der Injektorfertigung durch
den Einsatz von Prognosemodellen zur Vorhersage von Priifmerkmalen
auf Basis von zeitlich vorgelagerten Prifmerkmalen. Die Gliederung des
Beitrags orientiert sich dabei an der Vorgehensweise des CRISP-DM.

2. Einsatz von Data Mining zur Engpassentlastung in der
Qualitatsprufung der Injektorfertigung

2.1. Prozessverstandnis

Um ein grundlegendes Prozessverstandnis zu erlangen, wird im Folgen-
den die Injektorfertigung sowie die finale Qualitatsprifung der Injektoren
kurz vorgestellt.

In der Fertigung der Injektoren werden zunachst die Hauptteile des In-
jektors (Injektorkérper, Dusen, Steuerungseinheiten und Aktoren) her-
gestellt. AnschlielBend wird die Steuereinheit auf dem Injektorkérper
montiert. Nachfolgend werden Komponenten nach eingehender Reini-
gung und Qualitatskontrolle verbaut und der Injektor zum Schutz vor
luftgetragenen Partikeln in einem Reinraum vollstdndig montiert. Die
Montageanlagen weisen dabei einen hohen Automatisierungsgrad auf,
sodass sich manuelle Tatigkeiten auf Uberwachungs-, Stérungsbehe-
bungs-, Bestiickungs- und logistische Funktionen beschrénken. In der
abschlieBenden Qualitatsprifung wird der Injektor auf seine Funktiona-
litat geprift. Die Zykluszeit der Qualitéatsprifung einer Prifstation betragt
dabei je nach Prifprogramm das 5- bis 6-fache der Taktzeit der Produk-
tionslinie, sodass mehrere Parallelstationen zur 100%-Prufung der In-
jektoren eingesetzt werden mussen, um eine akzeptable Ausbringung
der Linie zu gewahrleisten.

Fur die Qualitatsprifung von Injektoren existieren typenspezifische Priif-
programme. Fir einen Injektor besteht dieses Programm dabei aus ei-
ner Vielzahl verschiedener Prifmerkmale, welche die charakteristischen
Betriebsbedingungen, insbesondere in Bezug auf Mengendurchlauf und
Einspritzdruck, wiederspiegeln. Die erhobenen Messwerte werden wah-
rend des kontinuierlich ablaufenden Programms prozessbegleitend do-
kumentiert und in einer Fertigungsdatenbank gespeichert. Jedes dieser
Prifmerkmale ist mit engen Toleranzen spezifiziert, welche im Rahmen
der Priifung eingehalten werden missen. Sobald die Messwerte eines
Merkmals die geforderten Grenzwerte unter- bzw. Gberschreiten, wird
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der Injektor aus dem Produktionsprozess ausgeschleust. Der Injektor
wird anschlieend in einer Nachpriifung untersucht und nach Abschluss
einer fehlerbildspezifischen Nacharbeit erneut der finalen Qualitatspri-
fung unterzogen.

Da das Potenzial herkémmlicher Strategien zur Engpassentlastung in
der Injektorfertigung bereits erschlossen oder nur unter hohem Kosten-
aufwand zu realisieren ist, bietet der Einsatz von Data Mining neue M6g-
lichkeiten zur Entwicklung von Strategien zur Engpassentlastung der
Qualitatsprufung. Entsprechend lassen sich vier Strategien zur Eng-
passentlastung ableiten, welche im Folgenden skizziert werden.

Einerseits kdbnnen Zusammenhénge zwischen einzelnen Priufmerkma-
len der Qualitatsprifung durch den Einsatz von Korrelationsanalysen
identifiziert werden. Auf Basis dieser Ergebnisse kdénnen stark korre-
lierte Merkmale aus dem Prifplan eliminiert werden. Diese Dimensions-
reduktion kann zu deutlichen Prifzeiteinsparungen fuhren, jedoch erfor-
dert sie eindeutige und statistisch signifikante Zusammenhange zwi-
schen den Merkmalen.

Eine weitere Strategie bildet die Prognose einzelner Prifmerkmale fir
jedes Produkt auf Basis anderer Prifmerkmale, die in der Qualitatspri-
fung zeitlich vorgelagert erfasst werden. Beim Vorliegen einer ausrei-
chend hohen Konfidenz kann die physische Messung dieser Merkmale
durch die Vorhersage produktindividuell substituiert werden. Hierdurch
kann auf eine 100%-Prifung dieser Merkmale verzichtet und somit eine
Prifzeiteinsparung erzielt werden.

Eine andere Moglichkeit besteht darin, das Prognosemodell so zu trai-
nieren, dass der Schlupf des Modells minimiert bzw. eliminiert wird.
Dadurch sind die prognostizierten Prifmerkmale nur noch bei als fehler-
haft klassifizierten Produkten physisch nachzumessen. Bei den prog-
nostizierten fehlerfreien Produkten ist hingegen keine Messung dieser
Merkmale erforderlich, da das Prognosemaodell hierfiir zuverlassige und
ausreichend genaue Vorhersagen liefert. Haufig fihrt eine Minimierung
des Schlupfes jedoch zu einer Erhéhung der Pseudofehlerrate, sodass
die zu erreichenden Prifzeiteinsparungen durch die Starke dieses Ef-
fekts begrenzt wird.

Eine Erweiterung bildet die Strategie, fur die Prognose der Prifmerk-
male neben den Merkmalen zeitlich vorgelagerter Prifschritte auch Pro-
zessparameter aus der Produktion zu verwenden. Durch eine Hinzu-
nahme von Prozessparametern fur das Modelltraining kann die Progno-
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segulte der Modelle ggf. weiter verbessert und die Konfidenz der Klassi-
fikation erhdht werden. Hierdurch kénnen einerseits die zuvor beschrie-
benen positiven Auswirkungen auf die Prifzeit verstarkt werden, ande-
rerseits kann durch die prozessbegleitende Qualitatsprognose im Sinne
einer prozessimmanenten Qualitatskontrolle der Engpass weiter entlas-
tet werden, indem als fehlerhaft klassifizierte Teile bereits vor der finalen
Qualitatsprufung aus dem Produktionsprozess ausgeschleust werden.

2.2. Datenverstandnis

Entlang der Wertschdpfungskette der Injektorfertigung werden zahlrei-
che Fertigungs-, Montage- und Prifdaten mittels moderner Messtechnik
und Sensorik erfasst und in Fertigungsdatenbanken gespeichert. Die
Form der erhobenen Daten reicht hierbei von hoch aggregierten, statis-
tischen Prozessgrolien, wie beispielsweise einem mittleren Anzugsmo-
ment, bis hin zu hochfrequenten Daten, wie beispielsweise Maschinen-
vibrationen. Aufgrund des Mengengerists in der Grol3serienfertigung
fallen bereits tGber wenige Tage groRe Datenmengen an, die effizient
verarbeitet und analysiert werden mussen.

Im Rahmen dieses Beitrags wurden zunachst Prognosemodelle aus-
schlielich auf den Prufdaten aus der finalen Qualitatspriifung trainiert
und hinsichtlich ihrer Eignung zur produktindividuellen Substitution von
Prifmerkmalen evaluiert. Die Prifdaten, d.h. die Auspragungen der
Prifmerkmale, werden im Rahmen einer kontinuierlichen Messung tiber
zahlreiche Sensoren, z.B. zur Erfassung von Druck, Temperatur oder
Zulaufmenge, als Zeitreihe erfasst. An definierten Haltepunkten werden
die Auspragungen bestimmter Merkmale, z.B. das Anzugsmoment, ge-
messen. AnschlieRend werden die Uber den Verlauf der Prifung aufge-
nommenen Einzelwerte fir jedes Merkmal zu einem statistischen Kenn-
wert aggregiert und in der Fertigungsdatenbank abgespeichert.

Da die Verwendung der primdren Sensordaten zu Beginn der Analyse
weniger zielfihrend erscheint, werden zunéchst die aggregierten Kenn-
gréRen aus der Fertigungsdatenbank als Datenbasis fiir die Modellbil-
dung und Evaluation herangezogen.

Der analysierte Datenauszug umfasst somit 120 vorwiegend numeri-
sche Merkmale und 217.632 Injektoren, von denen 4,4% fehlerhaft
(n.i.0.) und entsprechend 95,6% fehlerfrei (i.0.) waren. Da einige Merk-
male UbermaRig viele Fehlwerte aufwiesen, eigneten sich Imputationen
zur Vervollstdndigung der Datensétze nicht, sodass diese zunachst ent-
fernt wurden, wodurch die Anzahl der Merkmale auf 81 reduziert werden
konnte.
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Fehlerfrei Fehlerhaft Gesamt
Anzahl 217.632 10.100 227.732
Beobachtungen
Anteil 95,6% 4,4% 100%

Tabelle 1: Struktur des analysierten Datenauszugs
2.3. Datenvorverarbeitung und Modellbildung

Die Vorverarbeitung von Daten ist oft eng verbunden mit der Modellbil-
dung, da abhangig von der Verfahrensauswahl unterschiedliche Mal3-
nahmen erforderlich sind, um gute Ergebnisse erzielen zu kénnen und
den anwendungsfallspezifischen Herausforderungen zu begegnen.

Eine besondere Herausforderung im Rahmen der Modellbildung besteht
im vorliegenden Anwendungsfall in der Anforderung einer sehr hohen
Klassifikationsgenauigkeit des Modells sowie einer annéhernd echtzeit-
fahigen Vorhersage der Funktions- und Qualitatserfillung von Injektoren
in der Produktion. Eine hohe Vorhersagegenauigkeit ist fur jedes Data
Mining-Modell eine zentrale Forderung, jedoch muss diese vergleichbar
mit der Mess- und Prozessfahigkeit des jeweiligen Priifschritts sein, um
den realen Prifvorgang des entsprechenden Merkmals ohne Qualitats-
einbul3en ersetzen zu kdnnen.

Zunachst wurden Naive Bayes, Entscheidungsbdume und Support Vec-
tor Maschine (SVM) als Standardverfahren des Data Mining zur Vorher-
sage der Injektorqualitat verwendet.

Naive Bayes ist eine statistische Klassifikationsmethode, welche auf
dem Satz von Bayes uber bedingte Wahrscheinlichkeiten basiert und
die Wahrscheinlichkeit vorhersagt, mit der ein Objekt einer bestimmten
Klasse angehort (Aggarwal 2015). Der Vorteil von Naive Bayes-Klassi-
fikatoren besteht in ihren meist guten bis sehr guten Klassifikationser-
gebnissen auf grol3en Datenmengen, ihrer hohen Trainings- und Klas-
sifizierungsgeschwindigkeit sowie der Verbesserung des Klassifikators
durch jedes neu klassifizierte Objekt. Nachteilig ist hingegen, dass Ab-
hangigkeiten zwischen Merkmalen nicht berticksichtigt werden kénnen,
sodass die theoretisch maogliche Klassifikationsgenauigkeit einge-
schrankt wird und die Klassifikatoren bei hochdimensionalen Attributen
nicht mehr effizient sind.
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Entscheidungsbédume sind hierarchische Modelle des liberwachten Ler-
nens, welche sowohl fur die Regression als auch die Klassifikation ge-
nutzt werden kénnen. Erzeugt wird hierbei ein hierarchisches Regel-
werk, welches den Merkmalsraum durch sequentielle Uberpriifung der
Merkmalsauspragungen in achsenparallele Abschnitte teilt (Aggarwal
2015). Vorteile von Entscheidungsbédumen liegen in ihrer einfachen In-
terpretierbarkeit, ihrer hohen Genauigkeit und vielseitigen Anwendbar-
keit. Nachteilig ist hingegen, dass Entscheidungsbaume nicht robust ge-
genuber verrauschten Daten sind und eine Tendenz zum Overfitting auf-
weisen.

Die SVM stellt eine Erweiterung der linearen Klassifikation dar, welche
durch eine Transformation des Instanzraumes eine Implementierung
nichtlinearer Klassengrenzen durch lineare Modelle erlaubt (Witten et al.
2011). Vorteile der SVM zeigen sich in einer hohen Generalisierungsfa-
higkeit, der Mdglichkeit einer schnellen Klassifikation sowie der Méglich-
keit zur Verarbeitung hochdimensionaler Datenatze. Nachteile der SVM
sind, dass sie fur neu hinzukommende Daten neu trainiert werden muss
und der Umgang mit nicht linear separierbaren Problemen entspre-
chend tiefergehende Fachkenntnisse erfordert.

Zur Bewertung der Klassifikationsglte der eingesetzten Verfahren eig-
nen sich Konfusionsmatrizen und verschiedene statistische Gutekrite-
rien. Eine Konfusionsmatrix besteht aus n Zeilen und Spalten, wobei n
die Anzahl der zu analysierenden Klassen angibt. In der Diagonalen der
Matrix stehen die jeweils richtig klassifizierten Objekte und in den ubri-
gen Eintrdgen der Matrix entsprechend die Objekte, die der falschen
Klasse zugeordnet wurden. Im vorliegenden Fall einer binéren Klassifi-
kation werden richtig zugeordnete Objekte als , True Positive” (TP) bzw.
.True Negative“ (TN) und falsch zugeordnete Objekte als ,False Posi-
tive“ (FP) bzw. ,False Negative* (FN) bezeichnet (siehe Tabelle 2). Ahn-
lich der Anwendung in der Medizin werden im vorliegenden Anwen-
dungsfall problematische Félle, d.h. die fehlerhaften Injektoren, als zu
identifizierende Klasse (Positive) bezeichnet.

In der Qualitatsprifung im industriellen Produktionsumfeld werden
.False Positive“-Entscheidungen auch als Pseudofehler bezeichnet, da
Teile als fehlerhaft prognostiziert werden, obwohl sie tatsachlich fehler-
frei sind. ,False Negative“-Entscheidungen werden in diesem Rahmen
auch als Schlupf bezeichnet, da fehlerhafte Teile durch eine Falschklas-
sifikation in der Prifung nicht als solche erkannt werden.

Basierend auf den Angaben der Konfusionsmatrix kdnnen verschiedene
statistische Gutekriterien in Form von bedingten Wahrscheinlichkeiten
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ermittelt werden, welche eine Bewertung der Klassifikationsgite ermog-
lichen (siehe Tabelle 2). Die Kriterien unterscheiden sich in ihrer Grund-
gesamtheit und erlauben verschiedene kontextbezogene Interpretatio-
nen der Klassifikationsgte.

True Label
Positive Negative
(TP+FN) (FP+TN)
- True False Precision
Positive | positive (TP) | Positive (FP)
c (TP+FP) Pseudofehler = i
S TP + FP
L
£ _ False True Neg{?gl\ai I(Dl{l%j\;c)nve
Negative | Negative (FN) | Negative (TN)
(FN+TN) TN
Schlupf = FNTTN
Specificity
Recall (SPC) Accuracy
TP N B TP + TN
TP + FN =FP+—TN TP + TN 4+ FP + FN

Tabelle 2: Konfusionsmatrix und statistische GiitemaRe

Bei der Qualitatsprognose der Injektoren muss inshesondere sicherge-
stellt werden, dass fehlerhafte Injektoren mit hoher Konfidenz identifi-
ziert werden, d.h. dass der Schlupf mdglichst gering ist. Zur Bewertung
der Verfahren im vorliegenden Anwendungsfall eignet sich daher insbe-
sondere der Recall, welcher die Anzahl korrekt als fehlerhaft klassifizier-
ter Injektoren ins Verhdltnis zur Grundgesamtheit aller tatséchlich feh-
lerhaften Injektoren setzt (siehe Tabelle 2). Vor dem Hintergrund der
Strategie, lediglich als fehlerhaft klassifizierte Injektoren physisch zu
prifen, ist es ebenfalls sinnvoll, die Precision der Verfahren zu bertick-
sichtigen. Die Precision gibt dabei an, welcher Anteil der als fehlerhaft
prognostizierten Injektoren tatséchlich fehlerhaft war. Da einer Minimie-
rung des Schlupfs jedoch deutlich gréRere Bedeutung zugemessen wird
als einer Reduzierung von Pseudofehlern, wird eine geringere Precision
im Vergleich zu einem besseren Recall in Kauf genommen. Ebenso ist
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die Accuracy zwar ein guter Indikator fir die Klassifikationsgite der Ver-
fahren, jedoch ist auch diese im Vergleich zum Recall nur nachrangig
zu berticksichtigen.

Da die Daten eine hohe Ungleichverteilung der Klassen (fehlerhafte In-
jektoren und fehlerfreie Injektoren) aufweisen und die Auswirkungen von
Schlupf und Pseudofehlern im zugrundeliegenden Anwendungsfall stark
divergieren, wurde neben den oben beschriebenen Lernverfahren das
MetaCost Verfahren mit einer problemangepassten Kostenmatrix fir
das Modelltraining verwendet. Das MetaCost Verfahren behandelt den
Klassifikator als Black Box und kann unabh&angig vom eingesetzten
Klassifikationsverfahren eingesetzt werden (Domingos 1999). Durch
das Umschliel3en des Klassifikators durch ein Verfahren zur Kostenmi-
nimierung wird dieser hinsichtlich der Kosten einer Fehlklassifikation
sensitiviert. Durch die unterschiedliche Gewichtung der durch Fehlklas-
sifikationen entstehenden Kosten kann eine zuverlassige Prognose, ins-
besondere fehlerhafter Injektoren, sichergestellt werden (Elkan 2001).
Die Kostenmatrix kann bei der Optimierung von Hyperparametern und
der Evaluation in eine entsprechende Kostenfunktion tberflhrt werden,
die sich unabhéangig vom verwendeten Lernverfahren auswerten lasst.

True Label
Positive Negative
Positive 0(TP) 1 (FP)
Prediction
Negative 10 (FN) 0 (TN)

Tabelle 3: Kostenmatrix mit 10-facher Gewichtung von False Negative

Bei dem MetaCost Verfahren handelt es sich um eine sogenannte En-
semble-Strategie, welche verschiedene Modelle zu einem komplexen
Gesamtmodell kombiniert. Neben dem MetaCost Verfahren bieten sich
insbesondere auch Boosting-Methoden aufgrund ihrer hohen Klassifika-
tionsgenauigkeit als weitere Vertreter der Ensemble-Strategien an
(Schapire 1999), die Daten iterativ so umgewichten, dass zukinftige
Klassifikatoren sich auf Beobachtungen fokussieren, die durch vorher-
gehende Klassifikatoren falsch vorhergesagt wurden. Hierzu z&hlen
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weiter auch Gradient Boosted Trees und Random Forests, welche meh-
rere Entscheidungsbaume kombinieren, um bestmdgliche Prognoseer-
gebnisse zu erzielen.

Eine weitere MalRnahme zur Verbesserung des Recall kann im Rahmen
der Vorverarbeitung durch den Ausgleich der hohen Ungleichverteilung
zwischen fehlerhaften und fehlerfreien Injektoren ergriffen werden. Wie
sich auch im analysierten Datenauszug zeigt, liegen tbliche Fehlerquo-
ten in der heutigen Injektorfertigung im Bereich weniger Prozent, woraus
sich zwangslaufig eine hohe Ungleichverteilung zwischen fehlerhaften
und fehlerfreien Injektoren ergibt. Im Data Mining existieren verschie-
dene Ansatze, um diese Herausforderung zu bewaltigen. Eine Mdoglich-
keit zum Umgang mit einem grofRen Ungleichgewicht der Verteilung von
Klassen besteht darin, die Anzahl der Beobachtungen der seltenen
Klasse durch Replikation bzw. synthetische Generierung zu erhéhen
(engl. oversampling) oder die Anzahl der Beispiele der haufig vorkom-
menden Klasse mittels zufélliger Auswahl zu senken (engl. under-
sampling) (Elkan 2001). Die Strategie des Undersamplings wird hierbei
bevorzugt eingesetzt, da diese zu kleineren Datenmengen fuihrt, welche
sich effizienter analysieren lassen (Aggarwal 2015). Beide Formen des
Samplings kénnen ebenso wie MetaCost unabhéngig vom verwendeten
Lernverfahren eingesetzt werden.

2.4. Evaluierung und Bereitstellung

Fur die Evaluierung der eingesetzten Verfahren wurde der Datensatz
zunachst in eine Trainingsmenge (70%) und eine Testmenge (30%) ge-
teilt. Durch diese Teilung wird eine bessere Schatzung der Prognose-
gute ermoglicht. Aufgrund der vorliegenden groRen Datenmenge konnte
dabei auf Verfahren wie die Kreuzvalidierung zur Teilung der Daten ver-
zichtet werden und eine zuféllige Teilung bei gleichbleibendem Verhalt-
nis von fehlerhaften und fehlerfreien Injektoren innerhalb der Teilmen-
gen vorgenommen werden.

Im Rahmen der Evaluierung zeigten die ausgewahlten Grundverfahren
zwar eine gute Accuracy, lieferten jedoch einen schlechten Recall. Bei
Verwendung von Naive Bayes beispielsweise konnte eine Accuracy von
96,15% erzielt werden, wohingegen der Recall lediglich bei 33,83% lag
(siehe Tabelle 4).
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True Label
Fehlerhaft Fehlerfrei
_5 Fehlerhaft 1.021 635 Precision 61,65%
k3
®
a Fehlerfrei 1.997 64.667 NPV 97,00%
Recall SPC Accuracy
33,83% 99,03% 96,15%

Tabelle 4: Konfusionsmatrix bei Verwendung von Naive Bayes

Ein héherer Recall konnte durch Verwendung der Ensemble-Strategie
MetaCost in Verbindung mit einer k-fachen Gewichtung der Fehlklassi-
fikation fehlerhafter Injektoren in der Kostenmatrix erzielt werden (siehe
Tabelle 5).

k Accuracy | Precision NPV Recall SPC
10 97,17% 84,60% 97,46% 43,87% 43,87%
30 97,00% 78,38% 97,47% 44,20% 99,44%
100 4,43% 4,42% 100% 100% 0,02%

Tabelle 5: Gitemalie bei Verwendung von MetaCost mit k-facher Gewichtung von Fehl-
klassifikationen fehlerhafter Injektoren

Wie Tabelle 5 zeigt, konnte durch eine 30-fache Gewichtung der Fehl-
klassifikation fehlerhafter Injektoren in der Kostenmatrix der Recall auf
44,20% bei einer Accuracy von 97,00% erhoht werden.

Eine hdhere Gewichtung (z. B. 100-fach) wiirde zwar einen Recall von
100% ermdglichen, fuhrt jedoch zu einer drastischen Senkung der Ac-
curacy auf 4,43% und der Spezifitat auf 0,02%.

Durch die Verwendung der Ensemble-Strategie Random Forests konnte
der Recall auf 61,93% bei einer Accuracy von 98,03% erhdht werden.
Dieses Ergebnis konnte schlieRlich durch den Einsatz von Gradient
Boosted Trees in Verbindung mit einer Optimierung der Hyperparameter
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und Undersampling, einer zufélligen Entfernung von ca. 50% der Be-
obachtungen fehlerfreier Injektoren zum Ausgleich des hohen Klassen-
ungleichgewichts, weiter auf einen Recall von 81,20% auf der Test-
menge bei einer Accuracy von 97,74% verbessert werden.

Vor dem Hintergrund der eingangs vorgestellten Strategien zur Eng-
passentlastung in der Qualitatspriifung der Injektorfertigung sowie aus
Sicht des Data Mining sind diese Ergebnisse lediglich als Resultat einer
ersten Machbarkeitsstudie und Potenzialanalyse zu bewerten. Die vor-
gestellten Ergebnisse demonstrieren, dass Datensatze, die eine hohe
Ungleichverteilung der Beobachtungen verschiedener Klassen aufwei-
sen, eine spezielle Behandlung erfordern. Die Kombination von Under-
sampling und Boosting mittels Ensemble-Methoden erscheint im vorlie-
genden Fall vielversprechend.

Die Vorhersagegute hangt meist nicht nur vom verwendeten Lernver-
fahren, sondern insbesondere vom richtigen Umgang mit den gegebe-
nen Merkmalen ab. In einem n&chsten Schritt sollen daher verschiedene
Verfahren fir die vorgangige Selektion, Gewichtung und Transformation
von Merkmalen getestet werden. Es kann auch sein, dass Untergruppen
der Beispiele unterschiedlich gut klassifiziert werden kénnen. In weite-
ren Schritten soll darum die Menge der Beobachtungen manuell und au-
tomatisch mittels Clustering-Verfahren in sinnvolle Gruppen eingeteilt
werden, deren Beobachtungen dann mit verschiedenen Modellen klas-
sifiziert werden kénnen. Es ist auch mdglich, dass die starke Aggrega-
tion der Prozessparameter zum Verlust von Information fahrt, die fur
eine korrekte Klassifikation benétigt wird. In Zukunft ist folglich zu pri-
fen, ob durch Heranziehen der urspringlich wahrend der Produktion auf-
gezeichneten Sensorwerte bessere Klassifikationsergebnis erzielt wer-
den kdnnen. Hier besteht die Herausforderung fir das Data Mining in
einer effizienten Extraktion relevanter Merkmale aus grof3en Mengen
zeitlich geordneter Sensorwerte in Echtzeit (Stolpe et al. 2016).

3. Zusammenfassung und Ausblick

Die Qualitatsprifung in der Grof3serienfertigung von Injektoren stellt
viele Herausforderungen an den Einsatz von Data Mining zur Eng-
passentlastung mittels Qualitatsprognosen. Potenziale bestehender
Verfahren zur Engpassentlastung in Form einer Reduktion der Pruf-
dauer sind jedoch bereits ausgeschdpft, sodass neue datengetriebene
Methoden, z. B. der Einsatz von Data Mining, erschlossen werden mus-
sen.



Jochen Deuse, Jacqueline Schmitt, Marco Stolpe, Mario Wiegand, Katharina Morik 13

Im vorliegenden Anwendungsfall wurden fir das Data Mining zunachst
aggregierte Prifmerkmale fur die Modellierung verwendet. Wie die vor-
gestellten Ergebnisse erster Analysen zeigen, reichen die bisher erzielte
Precision und Recall jedoch noch nicht aus, um die Qualitatsprognose
in den Prifprozess zu integrieren und diesen Engpass zu entlasten. Es
bestehen jedoch weitere Mdglichkeiten, um diese Ergebnisse zu ver-
bessern. Da wéahrend der Aggregation der Daten gewdhnlich ein Infor-
mationsverlust auftritt, ist im Rahmen weiterer Analysen folglich zu pru-
fen, ob auf den unverarbeiteten Zeitreihen bessere Ergebnisse erzielt
werden kdnnen. Dies gilt im Besonderen fur die Parameter der Endpru-
fung, da die diskreten Prifmerkmale bereits eine Vereinfachung einer
zeitkontinuierlichen Messung darstellen. Zuklnftig muss daher eine
Merkmalsselektion durchgefihrt werden, um zu identifizieren, welche
Produktionsschritte bzw. Prifmerkmale von besonderer Relevanz fir
die Qualitatsprognose sind. Im Ausblick stehen daher die Anwendung
weiterer Data Mining Verfahren sowie Parameteroptimierungen auf den
unvorverarbeiteten Daten, um eine prozessfahige Qualitatsprognose mit
entsprechender Prognosegute zu erzielen. Kénnen die Prognoseergeb-
nisse durch Anwendung dieser Malinahmen verbessert werden, kann
die Qualitatsprognose anschlieBend fir die Erstellung produktindividu-
eller Prufplane herangezogen werden. Weiterhin kann durch die Anwen-
dung von Verfahren zur Schlupf-Minimierung eine Stichprobenprifung
der Injektoren realisiert und folglich die Gesamtprufdauer weiter redu-
ziert werden.

Ein weiterfihrender Ausblick umfasst die prozessimmanente Qualitats-
kontrolle zur Entlastung der Qualitatsprifung der Injektoren. Durch die
prozessbegleitende Prognose und Kontrolle der Qualitat besteht die
Madoglichkeit, die Wertschopfung an fehlerhaften Bauteilen friihzeitig ab-
zubrechen bzw. durch eine entsprechende Prozessregelung die Qualitat
der Injektoren in den nachfolgenden Produktionsschritten so zu beein-
flussen, dass das finale Qualitatsniveau den Anforderungen entspricht.
Hierdurch erfolgt nicht nur eine Engpassentlastung der finalen Qualitats-
prufung, sondern es bietet sich ebenso ein groRes Einsparungspoten-
zial fir Fehlerkosten und Mehrkosten durch zusétzliche Wertschopfung
an fehlerhaften Injektoren.
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