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Einfuhrung HMM CRF

Gliederung

o Einfhrung
Q Hvm
© cRF

@ Strukturen der CRF

o Forward Backward Wahrscheinlichkeiten rechnen

@ Viterbi Annotation einer Sequenz von Beobachtungen
@ Bestimmen des Gewichtsvektors
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Raum-zeitliche Verhalinisse

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitit Dortmund
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)

Raum-zeitliche Verhalinisse

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)

Raum-zeitliche Verhaltnisse

3von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)
o Bayes Networks
Raum-zeitliche Verhaltnisse

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)
o Bayes Networks
Raum-zeitliche Verhaltnisse
@ Sprache

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)
o Bayes Networks
Raum-zeitliche Verhaltnisse
@ Sprache
@ Handlungen

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
Graphische Modelle

Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)
o Bayes Networks
Raum-zeitliche Verhaltnisse
@ Sprache
@ Handlungen
o Bilder

3 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund ‘z@’
dortmund

Einfihrung HMM CRF
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Lernen mit einer Struktur:
@ Structural SVM
@ Hidden Markov Models (HMM)
@ Conditional Random Fields (CRF)
o Bayes Networks
Raum-zeitliche Verhaltnisse
@ Sprache
@ Handlungen
o Bilder
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Hidden Markov Models

Einfithrung HMM CRF

A= (Y,A B, X)
@ Struktur gegeben durch einen Graph méglicher Zustédnde
Y1, ---, i, -..(versteckte Knoten) Y
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A= (Y,A B, X)

@ Struktur gegeben durch einen Graph méglicher Zustédnde
Y1, ---, i, -..(versteckte Knoten) Y

o Matrix A der Ubergangswahrscheinlichkeit von einem
Zustand zum nédchsten (Transition Features): a;; = p(vily;)

@ Wahrscheinlichkeit B, im Zustand y; die Beobachtung z;
zu machen (State Features) b;; = p(y;|x;)

@ Anfangswahrscheinlichkeit, dass y; der Startzustand ist:
(i) = p(y1 = vs)

@ Menge der mdglichen Beobachtungen (beobachtete
Knoten) X
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@ Eine Beobachtung z; hangt nur vom Zustand y; ab: p(z|y:)
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Einfihrung HMM CRF

@ Eine Beobachtung z; hangt nur vom Zustand y; ab: p(z|y:)
@ Ein Zustand y; hangt nur vom Vorgangerzustand ab:

P(Yelye—1)
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@ Eine Beobachtung z; hangt nur vom Zustand y; ab: p(z|y:)

@ Ein Zustand y; h&ngt nur vom Vorgangerzustand ab:
p(Yelye—1)

@ Die Anfangswahrscheinlichkeit schreiben wir als p(y1|yo),
so dass es von p(y:|y:—1) mit abgedeckt ist.
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Einfuhrung HMM CRF
HMM Modell

@ Eine Beobachtung z; hangt nur vom Zustand y; ab: p(z|y:)

@ Ein Zustand y; h&ngt nur vom Vorgangerzustand ab:
p(Yelye—1)

@ Die Anfangswahrscheinlichkeit schreiben wir als p(y1|yo),
so dass es von p(y:|y:—1) mit abgedeckt ist.

@ Die Wahrscheinlichkeit fiir die Zustandssequenz i und die
Beobachtungssequenz 7 ist

T
p(¥, %) = Hp(yt\yt—l)p($t|yt)

t=1
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Aufgaben fur Algorithmen

@ Lernen der Wahrscheinlichkeiten a;;, b;;, 7(1)
(Training Problem)

In der Literatur gibt es noch die Evaluierungsaufgabe, die die
Wahrscheinlichkeit dafiir angibt, dass eine bestimmte
Beobachtungssequenz durch eine gegebene Sequenz
versteckter Zustande zustande kommt [2]. Wir besprechen hier
zwei Algorithmen, die immer wieder vorkommen:
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Aufgaben fur Algorithmen

@ Lernen der Wahrscheinlichkeiten a;;, b;;, 7(1)
(Training Problem)

@ Annotieren einer Beobachtungssequenz durch das
(gelernte) Modell (Decoding problem)

In der Literatur gibt es noch die Evaluierungsaufgabe, die die
Wahrscheinlichkeit dafiir angibt, dass eine bestimmte
Beobachtungssequenz durch eine gegebene Sequenz
versteckter Zustande zustande kommt [2]. Wir besprechen hier
zwei Algorithmen, die immer wieder vorkommen:

@ Forward Backward
o Viterbi
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Einflhrung in den Forward Backward Algorithmus

Es gibt eine lllustration des Algorithmus mit
Excel-Berechnungen [1], die in den Algorithmus einfiihren soll.

Eiscreme und Klima (Eisner)

Im Jahr 2799 will eine Forschergruppe den Klimawandel
untersuchen. Es werden keine Aufzeichnungen des Wetters in
Baltimore gefunden, aber das Tagebuch von Jason Eisner Uber
33 aufeinander folgende Tage im Jahr 2001, in dem er notiert
hat, wie viele Kugeln Eis er aB3: X = {1,2,3}.

Gesucht ist fir diese Sequenz von Tagen jeweils die
verborgene Temperatur, hier nur kalt oder hei3: Y = {C, H} .
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Einfihrung HMM CRF

Wahrscheinlichkeiten

State

@ Wahrscheinlichkeit an einem kalten Tag fiir eine Kugel
p(1|C) = 0,7 und zwei p(2|C) = 0,2 und drei p(3|C) =0, 1.

Transition

Boundary
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Wahrscheinlichkeiten

State
@ Wahrscheinlichkeit an einem kalten Tag fiir eine Kugel
p(1]C) = 0,7 und zwei p(2|C) = 0,2 und drei p(3|C) = 0, 1.
@ Wabhrscheinlichkeit an einem heif3en Tag
p(1]H) = 0,1 und p(2|H) = 0,2 und p(3|H) =0, 7.
Transition

@ Wabhrscheinlichkeit von heif3 nach kalt p(C;y1|H;) = 0,1
und von kalt nach kalt p(C;11|C;) = 0,8

@ Wahrscheinlichkeit von kalt nach hei3 p(H;+1|C;) = 0,1
und von heif3 nach heiB p(H;+1|H;) = 0,8

Boundary

@ Wabhrscheinlichkeit, das Tagebuch anzufangen/zu beenden
an einem kalten/hei3en Tag p(C|start) = p(H|start) = 0,5
und p(stop|C) = p(stop|H) = 0,5
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Einfuhrung HMM CRF

Wetterrekonstruktion

Wahrscheinlichkeit p( H;) angesichts des Eiskonsums [1]:

Weather States that Best Explain Ice Cream Consumption

12 % 4 5 6 7 8 9 10 1M 121314 15 16 17 18 19 20 21 22 23 24 25 26 27 28 20 30 31 22 33
Diary Day
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Einfuhrung HMM CRF
Rechnen der Wahrscheinlichkeit von Pfaden

@ Wabhrscheinlichkeit fir start, H, H,C und 2, 3, 3
Produkt von Ubergangswahrscheinlichkeit und
Zustandswahrscheinlichkeit fiir jeden Ubergang
(0,5-0,2)-(0,8-0,7)-(0,1-0,1) = 0,1-0,56-0,01 = 0,00056

10 von 26



. . e LS 8 Informatik
technische universitat Technische Universitét Dortmund Q@’
dortmund

Einfuhrung HMM CRF
Rechnen der Wahrscheinlichkeit von Pfaden

@ Wabhrscheinlichkeit fir start, H, H,C und 2, 3, 3
Produkt von Ubergangswahrscheinlichkeit und
Zustandswahrscheinlichkeit fiir jeden Ubergang
(0,5-0,2)-(0,8-0,7)-(0,1-0,1) = 0,1-0,56-0,01 = 0,00056
@ Welche der 8 Zustandsfolgen ist die wahrscheinlichste bei
der Beobachtung 2, 3,37
P(start,H,H,H) =0,1-0,56-0,56 = 0,0314 — diese!
P(start,H,C,H) =0,1-0,01-0,07 = 0,00007
P(start,C,H,H)=0,1-0,07-0,56 = 0,0039
P(start,C,C,H) =0,1-0,08-0,007 = 0,000056
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Einfihrung HMM CRF
Rechnen der Wahrscheinlichkeit von Pfaden

@ Wabhrscheinlichkeit fir start, H, H,C und 2, 3, 3
Produkt von Ubergangswahrscheinlichkeit und
Zustandswahrscheinlichkeit fiir jeden Ubergang
(0,5-0,2)-(0,8-0,7)-(0,1-0,1) = 0,1-0,56-0,01 = 0,00056

@ Welche der 8 Zustandsfolgen ist die wahrscheinlichste bei
der Beobachtung 2, 3,37
P(start,H,H,H) =0,1-0,56-0,56 = 0,0314 — diese!
P(start, H,C,H) =0,1-0,01-0,07 = 0,00007
P(start,C,H,H)=0,1-0,07-0,56 = 0,0039
P(start,C,C,H) =0,1-0,08-0,007 = 0,000056

@ «: Summe der Wahrscheinlichkeiten aller Pfade von start
bist,zB.y = H
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Einfihrung HMM CRF

Forward Variable o

Pfad vom Anfang bis Position 7', wo der Zustand irgendein
festes y; ist:
Oét(i) = P(xla ---axT,Yt = yz|>\)

@ Anfang: = mal Wahrscheinlichkeit fur erste Beobachtung
a1(i) = P(x1,yi|A) = mibi(21)
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@ Anfang: = mal Wahrscheinlichkeit flir erste Beobachtung
(i) = P(z1, yi|A) = mibi(21)
o Rekursionflirl <t <T:

[Y]
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Einfuhrung HMM CRF
Forward Variable o

Pfad vom Anfang bis Position 7', wo der Zustand irgendein
festes y; ist:
Oét(i) = P(xlv ---axT,Yt = yz|>\)

@ Anfang: = mal Wahrscheinlichkeit flir erste Beobachtung
(i) = P(z1, yi|A) = mibi(21)
o Rekursionflirl <t <T:

[Y]
Ozt(j) = P(.’L‘l, ...,wt,yj\)\) = Zat_l(i)aijbj(:ct)
=1

@ Ende:
Y|

P(xla "'5$tayi’)‘) = Zan(z)
i=1
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Einfuhrung HMM CRF
Rechnen des Beispiels

Eisners Excel-Tabelle hat die Wahrscheinlichkeiten in den
Matritzen A (Ubergang) und B (Zustand) sowie Randverteilung
bereits gegeben.

Wir schauen uns die Propagierung einmal an.

Danach betrachten wir CRFs und den Forward Backward
Algorithmus fir CRFs.
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Einfihrung HMM CRF

Was wissen Sie jetzt?

@ Sie haben eine Formulierung fir Sequenzen
kennengelernt: HMM.
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Einfuhrung HMM CRF
Was wissen Sie jetzt?

@ Sie haben eine Formulierung fir Sequenzen
kennengelernt: HMM.

@ Wir sind ein Beispiel durchgegangen, bei dem
alleWahrscheinlichkeiten schon gegeben waren.

@ Sie wissen noch nicht, wie man diese
Wahrscheinlichkeiten aus Daten heraus schétzt!
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Einfuhrung HMM CRF
Conditional Random Fields

CRF=(X,Y,A,B)

@ Die Struktur ist (wie bei HMMs) durch die multivariaten
Zufallsvariablen X und Y gegeben, aber ungerichtet.

Die Beobachtungen missen NICHT voneinander unabhangig
sein!
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Conditional Random Fields

CRF=(X,Y,A,B)
@ Die Struktur ist (wie bei HMMs) durch die multivariaten
Zufallsvariablen X und Y gegeben, aber ungerichtet.
@ Zustandsiibergange a; ;. in A als transition features
gewichtet: Ag fi(yt—1, yt, z¢) wobei X € [0, 1],
Yt—1 = Yi, Yt = Yj, Tt = Tk

Die Beobachtungen missen NICHT voneinander unabhangig
sein!
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Yt—1 = Yi, Yt = Yj, Tt = Tk

@ Zustandsmerkmale b; ,, in B als state features gewichtet:
M (ye, x) wobei y, = y;, vy = xg.

Die Beobachtungen missen NICHT voneinander unabhangig
sein!
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@ Die Struktur ist (wie bei HMMs) durch die multivariaten
Zufallsvariablen X und Y gegeben, aber ungerichtet.

@ Zustandsiibergange a; ;. in A als transition features
gewichtet: Ag fi(yt—1, yt, z¢) wobei X € [0, 1],
Yt—1 = Yi, Yt = Yj, Tt = Tk

@ Zustandsmerkmale b; ,, in B als state features gewichtet:
M (ye, x) wobei y, = y;, vy = xg.

@ Gewichtung von Start- und Endzustanden fir yo = start
bzw. yr11 = stop sind ebenfalls in A und B enthalten.

Die Beobachtungen missen NICHT voneinander unabhangig
sein!
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Einfihrung HMM CRF
Conditional Random Fields

CRF=(X,Y,A,B)
@ Die Struktur ist (wie bei HMMs) durch die multivariaten
Zufallsvariablen X und Y gegeben, aber ungerichtet.
@ Zustandsiibergange a; ;. in A als transition features
gewichtet: Ag fi(yt—1, yt, z¢) wobei X € [0, 1],
Yt—1 = Yi, Yt = Yj, Tt = Tk
@ Zustandsmerkmale b; ,, in B als state features gewichtet:
M (ye, x) wobei y, = y;, vy = xg.
@ Gewichtung von Start- und Endzustanden fir yo = start
bzw. yr11 = stop sind ebenfalls in A und B enthalten.
@ Wir vereinigen die Merkmale und erhalten den
Gewichtungsvektor © fiir die k = 1, ..., K Merkmale.
Die Beobachtungen missen NICHT voneinander unabhangig
sein!
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Einfuhrung HMM CRF
Beispiel

Lexikon X = {Udo, goes, comes, to, from,Unna}
Zustande (Kategorien) Y = { Pos, Per, 0}
Beobachtung: x1 = Udo, x2 = goes, x3 = to, x4 = Unna
|X'| Matritzen der Form |Y| x |Y|

MFpei, | Pos | Per | ) 2:

Pos 1 2 3 exp[A1 fi1(Pos, Per,Udo)+
Per |4 |5 | 6| Xofo(Per,Udo)+

0 7 8 9 A3 f3(Per, capitalletter)]

M, = exp[38 MNefrWi—1, v, 1) + Sk Mefr(Ys, )]

Potenzialfunktion rechnen: Fir jedes z; der beobachteten
Sequenz die gesamte Matrix M, ausrechnen!
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Einfuhrung HMM CRF

CRF vs. HMM

HMM:

p(y.x) = [To—y pelyr—1)p(xelye)

CRF:

, p(ylx) =
Z(X)_l Ht:l eXp [ayt—hytﬂ?t + byt,mt]

Bemerkung: yo = start, p(y|start) = 7(y)
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Einfuhrung HMM CRF

CRF Modell

Normalisieren, wenn wir Wahrscheinlichkeit wollen, etwa:
Z(x) =M (z)-...- Mr(x)

1Yl

Zemp Z)\kfk Yi—1,Yt, Tt)]

T K
Hel‘P[Z Ak Jre(Ye—1, Ye, Tt +Z)\kfk Yt, Tt)]

Warum Exponenzialfunktion?
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Einfihrung HMM CRF
Exponenzialfunktionen

Hammersley Clifford 1990

Eine lokale Verteilung mit Markov-Eigenschaft hat auch global
die Markov Eigenschaft.

Eine Wahrscheinlichkeitsverteilung hat die Markov-Eigenschaft,
gdw.

P(X) o eap(3_ Q(C, X))

wobei C' die Menge aller Cliquen im Graph ist und @ irgendeine
reellwertige Funktion, die die likelihood fir bestimmte
Auspragungen der Zufallsvariablen im Graph ausdruckt.

Die Exponenzialfunktion liefert immer einen Wert > 0.
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Einfuhrung HMM CRF
Aufgaben fur Algorithmen

@ Training:
Wie oft kam to in den Trainingsdaten mit y = () vor?
Forward Backward Algorithmus fir linear chain CRF (i.e. y;
sind linear verbunden)
Gewichte lernen (parameter estimate) © = (A, ..., Ak)
Maximum Likelihood
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Einfuhrung HMM CRF

Aufgaben fur Algorithmen

@ Training:
Wie oft kam to in den Trainingsdaten mit y = () vor?

Forward Backward Algorithmus fir linear chain CRF (i.e. y;
sind linear verbunden)

Gewichte lernen (parameter estimate) © = (A, ..., Ak)
Maximum Likelihood

@ Annotierung einer Beobachtungssequenz durch das
gelernte Modell
Viterbi Algorithmus fur die wahrscheinlichste Annotation
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Einfihrung HMM CRF

Forward Backward Algorithmus

Sequenz 1,...,t,...,T und festes y; = y;
forward Wahrscheinlichkeit o, (7) fir Sequenz 1, ..., ¢
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Einfuhrung HMM CRF

Forward Backward Algorithmus

Sequenz 1,...,t,...,T und festes y; = y;
forward Wahrscheinlichkeit o, (7) fir Sequenz 1, ..., ¢
backward Wahrscheinlichkeit 5,(i) fir Sequenz ¢, ..., T

@ Anfang:
a1(i) = P(yo = start,y1 = yi, 1)
Br(i) = P(yr41 = stop, yr = yi, TT)
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Einfuhrung HMM CRF
Forward Backward Algorithmus

Sequenz 1,...,t,...,T und festes y; = y;
forward Wahrscheinlichkeit o, (7) fir Sequenz 1, ..., ¢
backward Wahrscheinlichkeit 5,(i) fir Sequenz ¢, ..., T

@ Anfang:
a1(i) = P(yo = start,y1 = yi, 1)
Br(i) = P(yr+1 = stop,yr = yi, T1)
@ Rekursion fir1 <t<T:
ar(T) = a1 - My(z) =
at 1(2) - exp[3of Mefe ety yes ©) + Sop NeSro(ye 1))
Bi(x) = By1(x) - Myt (z) =
Brra(@) - exp[Sp Mofie(Wes Yeart, 2e) + S5 Mefi (Yo, 2]
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Einfuhrung HMM CRF
Algorithmus

Fir alle Beobachtungen t=1 bis T
fur alle Label i=1 bis |Y'|
berechne Forward o (y;|z)
berechne Z(x)
Fir alle Beobachtungen t=T bis 1
fur alle Label i=1 bis |Y'|
berechne Backward 5 (yi|x)

O(T|Y?)

Far jeden Schritt (Beobachtung) |Y'| Nachrichten («, ) rechnen
und jede Nachricht summiert tiber |Y'| Terme.
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Einfuhrung HMM CRF
Annotation einer Sequenz

Wir wollen die Sequenz der Label als Vektor erhalten, ;.
Forward o wurde eben als Summe von Ubergangs- und
Zustandswahrscheinlichkeiten gerechnet.
@ Jetzt wird das maximale Label y vorwarts propagiert!
a*(ylz) =
a1 - mazyexp[S g Nefe (W1, Yt ) + S0 Mefu (e, 7))
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Einfuhrung HMM CRF
Annotation einer Sequenz

Wir wollen die Sequenz der Label als Vektor erhalten, ;.
Forward o wurde eben als Summe von Ubergangs- und
Zustandswahrscheinlichkeiten gerechnet.
@ Jetzt wird das maximale Label y vorwarts propagiert!
a*(ylz) =
a1 - mazyexp[S g Nefe (W1, Yt ) + S0 Mefu (e, 7))
@ dabei der wahrscheinlichste Vorgénger bestimmt:
i(ylz) =
a1 - mazyexp[S 5 Mefe (i1, Yt 1) + S0 Mefu (e, 7))
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Einfihrung HMM CRF
Annotation einer Sequenz

Wir wollen die Sequenz der Label als Vektor erhalten, ;.
Forward o wurde eben als Summe von Ubergangs- und
Zustandswahrscheinlichkeiten gerechnet.
@ Jetzt wird das maximale Label y vorwarts propagiert!
a*(ylz) =
o7 maa:yea:p[sz M fre(Ye—1, Y, T¢) + ZkK e S (Yt It)]
@ dabei der wahrscheinlichste Vorgénger bestimmt:
i(ylz) =
a1 - mazyexp[S g Mofe(Ye—1,Ye, 2e) + Sop Nefr(ye, 20))]
@ Vom maximal wahrscheinlichen Label fiir den letzten
Knoten ér(y|x) rechnet man rekursiv zuriick und erhalt die
Sequenz.
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Einfuhrung HMM CRF
Viterbi Algorithmus

Fir alle Beobachtungen t=1 bis T
fur alle Label i=1 bis |Y'|
berechne MaxForward o (y;|z)
berechne wahrscheinlichsten Vorganger: 6,(y|x)
yr = maxya; (yi|v)
Far alle Beobachtungen t=T-1 bis 1
e = 0u(ylw, o)
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Einfuhrung HMM CRF
Bestimmen der Gewichte ©

Gegeben: Trainingsmenge T

I}{}ya,é(,C(A,B|T) ~ max H p(y,x), HMM

(x,y)eT
rgg;cﬁ(A,B[T) ~ %1%(( 1‘)[6Tp(yyx), CRF
X,y

Zielfunktion ist Konvex
= Maximierung mit Gradientenabstieg oder Newton-Verfahren
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Einfuhrung HMM CRF
Maximierung der Likelihood

Sei T (X; = x) die Menge aller Trainingsbeispiele die an der
t-ten Stelle der Sequenz die Beobachtung x enthalten.

Sei 1y, ,—,v,—y €ine Indikatorfunktion die den Wert 1 annimmt
gdw. die Sequenz an Position ¢ im Zustand y und an Position

t — 1im Zustand v/ ist.

(t+1)

t)
v YT !

- az(/ wa T n(t) Z [1Yt—1:y’,Yt:y —-bp (y/, Y| 5'3)]
(x,¥)eT (Xi=x)

a

n® ist eine Schrittweite.
Die Optimierung konvergiert fiir n*) = © (\%)
Update fir b; . analog.
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Einfuhrung HMM CRF

Was wissen Sie jetzt?

@ CRFs kénnen beliebige Graphen sein. Die Beobachtungen
werden unabhéngig von der Reihenfolge genutzt. Gesucht

ist p(ylz).
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Einfuhrung HMM CRF
Was wissen Sie jetzt?

@ CRFs kénnen beliebige Graphen sein. Die Beobachtungen
werden unabhéngig von der Reihenfolge genutzt. Gesucht
ist p(y|z). .

@ Wir haben die Ubergangswahrscheinlichkeiten in der
Matrix A und die Zustandswahrscheinlichkeiten in der
Matrix B gesehen. Ubergénge und Zustande werden als
Merkmale aufgefasst.
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@ Wir haben die Ubergangswahrscheinlichkeiten in der
Matrix A und die Zustandswahrscheinlichkeiten in der
Matrix B gesehen. Ubergénge und Zustande werden als
Merkmale aufgefasst.

@ Die Merkmale sind jeweils gewichtet. Der Vektor aller
Gewichte ist © und wird nach Maximum Likelihood
bestimmt.
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Matrix B gesehen. Ubergénge und Zustande werden als
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@ Sie kennen die Matritzen Mz fir jede Beobachtung x mit
allen Zustandsibergangen.

26 von 26



. . e LS 8 Informatik B
technische universitat Technische Universitét Dortmund )
dortmund
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@ CRFs kénnen beliebige Graphen sein. Die Beobachtungen
werden unabhéngig von der Reihenfolge genutzt. Gesucht
ist p(y|z). .

@ Wir haben die Ubergangswahrscheinlichkeiten in der
Matrix A und die Zustandswahrscheinlichkeiten in der
Matrix B gesehen. Ubergénge und Zustande werden als
Merkmale aufgefasst.

@ Die Merkmale sind jeweils gewichtet. Der Vektor aller
Gewichte ist © und wird nach Maximum Likelihood
bestimmt.

@ Sie kennen die Matritzen Mz fir jede Beobachtung x mit
allen Zustandsibergangen.

@ Der Forward Backward-Algorithmus berechnet die
Wahrscheinlichkeiten. Sie wissen auch, wie!
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Einfihrung HMM CRF
Was wissen Sie jetzt?

@ CRFs kénnen beliebige Graphen sein. Die Beobachtungen
werden unabhéngig von der Reihenfolge genutzt. Gesucht
ist p(y|z). .

@ Wir haben die Ubergangswahrscheinlichkeiten in der
Matrix A und die Zustandswahrscheinlichkeiten in der
Matrix B gesehen. Ubergénge und Zustande werden als
Merkmale aufgefasst.

@ Die Merkmale sind jeweils gewichtet. Der Vektor aller
Gewichte ist © und wird nach Maximum Likelihood
bestimmt.

@ Sie kennen die Matritzen Mz fir jede Beobachtung x mit
allen Zustandsibergangen.

@ Der Forward Backward-Algorithmus berechnet die
Wahrscheinlichkeiten. Sie wissen auch, wie!

@ Der Viterbi-Algorithmus maximiert, um flr eine

Beobachtungssequenz die Label-Sequenz zu finden. oo 25
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